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Vorwort 

Die 42. Jahrestagung 2022 der Gesellschaft für Informatik in der Land-, Forst- und 
Ernährungswirtschaft (GIL) verfolgt das Leitthema „Was bedeutet Künstliche 
Intelligenz für die Agrar- und Ernährungswirtschaft? Künstliche Intelligenz (KI) kann 
dem Menschen Arbeit abnehmen oder dabei unterstützen, potenziell auftretende Probleme 
frühzeitig zu erkennen. KI ist in manchen Bereichen bereits leistungsfähiger als der 
Mensch. Vollständig ersetzen oder wie ein Mensch agieren, kann sie hingegen nicht. Die 
Skepsis gegenüber Algorithmen, die für uns entscheiden, ist groß. KI-Systeme sollten 
daher so transparent wie möglich gestaltet werden, auch eine Prüfung und Zertifizierung 
ist empfehlenswert. Für KI gibt es in der Land- und Ernährungswirtschaft zahlreiche 
Anwendungsfelder. In der Praxis können mit KI z.B. das Herdenmanagement verbessert 
oder Entscheidungsunterstützung für pflanzenbauliche Maßnahmen geliefert werden. In 
der Forschung werden die verschiedenen methodischen Ansätze der KI zunehmend in der 
Innen- und Außenwirtschaft sowie zur Beantwortung von agrarökonomischen Frage-
stellungen genutzt. Die Voraussetzung für KI ist die Erhebung zahlreicher, großer 
Datensätze z.B. mittels Sensoren, die in einem zunehmend vernetzten System einen 
Zusatznutzen gegenüber einzelnen Einsatzbereichen bringen sollen. Inwiefern dies bereits 
Wirklichkeit ist, was erwartet werden kann und was befürchtet werden muss, soll 
Gegenstand des Austausches bei der GIL-Jahrestagung 2022 sein, die dafür ein 
professionelles Diskussionsforum bieten möchte. 

Wie in den letzten Jahren bietet auch die 42. Jahrestagung der GIL eine Plattform für die 
vom Bundesministerium für Ernährung und Landwirtschaft geförderten „Digitalen 
Experimentierfelder“. Zusammen mit Vertreterinnen und Vertretern der „Digitalen 
Experimentierfelder“, der österreichischen Innovation Farm sowie der Swiss Future Farm 
werden wir in einer Paneldiskussion speziell das Thema Wissenstransfer fokussieren 
(Hinweis: diese Tagungsbeiträge unterlagen nicht dem inhaltlichen Begutachtungs-
verfahren der 42. GIL Jahrestagung). 

Der vorliegende Tagungsband enthält schließlich 50 wissenschaftliche Beiträge, die aus 
90 eingereichten Abstracts nach einem zweistufigen Begutachtungsverfahren 
hervorgegangen sind. Unser Dank gilt allen, die sich aktiv an der Vorbereitung und 
Durchführung der Tagung mit großem Engagement beteiligt haben. Ein besonderer Dank 
gilt der Landwirtschaftlichen Rentenbank für die Unterstützung bei der Finanzierung des 
Tagungsbandes. Weiterhin danken wir den Sponsoren für ihre finanzielle Unterstützung. 

 

Tänikon, im Januar 2022 

PD Dr. Markus Gandorfer, LfL, 1. Vorsitzender der GIL 
Dr. Christa Hoffmann, oeconos GmbH, 2. Vorsitzende der GIL 
Helga Floto, GIL-Geschäftsführung 

Dr. Nadja El Benni, Agroscope 
Dr. Marianne Cockburn, Agroscope 
Dr. Thomas Anken, Agroscope 
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Machine Learning on the estimation of Leaf Area Index  

Yasamin Afrasiabian1, Ali Mokhtari1 and Kang Yu1 

Abstract: The Leaf Area Index (LAI) is an important indicator in agriculture that can be considered 
a reliable plant growth parameter. The objective of this study is to make use of two different machine 
learning algorithms including Support Vector Machine (SVM), and Random Forest (RF) to improve 
the estimation of leaf area index using multispectral, thermal, and hyperspectral data. The results 
showed that RF was the best model to improve the accuracy of the LAI estimation compared to the 
simple linear regression (previous study) and SVM (R2 = 0.91 for RF and R2 = 0.87 for SVM). To 
evaluate the effects of spectral portions on LAI estimation without calculating the spectral indices, 
(SI) we inputted each pair of spectral bands for training and testing both RF and SVM. It was found 
that the best correlation was lower compared to use SIs. However, R2 variations were more 
homogeneous across the whole spectrum, which suggests that even by using multispectral 
broadband bands in RF and SVM, a good correlation will be achieved. 

Keywords: Leaf Area Index, hyperspectral, multispectral, Random Forest, Support Vector 
Machine, thermal 

1 Introduction 

Leaf Area Index (LAI) is a comprehensive indicator that reflects crop biophysical traits 
and the structure of the canopy. Regarding the fact that traditional methods of LAI 
measurements are time-consuming and labour-intensive, satellite multispectral images 
have been taken into account for LAI estimation [Do20]. Despite the good performance 
of various multi Spectral Indices (SIs), there are some regions of the electromagnetic 
spectrum where LAI values can be approximated more precisely, however satellite 
multispectral sensors may not be capable of acquiring images in these ranges [Di17]. 

During the last few decades, proximal sensing and specifically using hyperspectral data 
has gained a lot of attention in precision agriculture. [Af21] used an Analytical Spectral 
Device (ASD), a field spectroradiometer, in order to measure the spectral responses of 
wheat and barley. It was shown that considering a simple linear regression line between 
narrow SIs and LAI there were particular portions of the spectrum (from the 10-nm bands 
cantered at 1115 nm and 1135 nm) that had a more significant correlation, which was a 
great improvement compared to multispectral data. 

In order to suppress the uncertainties caused by the simple regression line method, 
Machine Learning (ML) methods such as random forest (RF) and support vector machine 
                                                         
1 School of Life Sciences, Technical University of Munich, 85354 Freising, yasamin.afrasiabian@tum.de, 

Ali.mokhtari@tum.de, Kang.yu@tum.de 
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(SVM), categorized as multivariate regression empirical models, have been taken into 
account for LAI estimation [Ve15].  

In this study, we assumed that using ML algorithms might positively affect the accuracy 
of LAI estimation. Therefore, the objective of this study is to improve LAI estimation 
using two state-of-the-art ML algorithms such as RF and SVM with different sets of data 
derived from multi- and hyperspectral sensing. In addition, the potential of vegetation 
thermal information was assessed for LAI estimation. Therefore, to achieve this goal, 
different approaches considering various inputs were taken into account: (1) optical 
spectral indices, (2) adding supplementary data, and (3) single hyperspectral bands in ML 
algorithms.   

2 Materials and methods 

2.1 Study area 

The research was carried out during the 2018 wheat and barley growing season at the 
Agricultural Research Farms of the University of Tehran (ARFUT), which is located in 
the Tehran Karaj plain at 35° 48′ N and 50° 56′ E. For the data sampling, 14 wheat plots 
and 3 barley plots were chosen at random over the fields. 

2.2 Field data measurements 

Field hyperspectral data 

During the 2018 growing season, measurements were taken on 9 days from February 19 
to June 10. Analytical Spectral Devices, Inc. ASD (ASD Inc. 2008) and Spectral Vista 
Corporation SVC (SVC HR-1024/HR-768 MANUAL REVISION 1.10) 
spectroradiometers with bandwidths of around 1 nm and 2-4 nm, respectively, were used 
for hyperspectral data collection. 

LAI  

The optical sensor on-board an LAI-2200c device was used to measure LAI. 

Land surface and ambient air temperature  

A non-contact infrared thermometer (AGRI-THERM IITM 6110L) was used to measure 
Land Surface Temperature (LST), ambient Air Temperature (AT), and also the difference 
between them (dT) over the canopy in all 17 plots.  
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2.3 Methodology 

In this study, RF and SVM, which are among the Remote Sensing (RS) classifications 
algorithms of interest, were used to estimate LAI. They were implemented using Spyder, 
an open-source cross-platform environment in the Python language. 

In this study in order to evaluate, the application of ML algorithms for LAI estimation RF, 
and SVM has been taken into account. The input data were categorized into four groups: 
(1) multispectral indices, (2) hyperspectral indices, (3) hyperspectral bands, (4) thermal 
parameters. These data were inserted into the models two by two and three by three.  

Multispectral indices 

For the multispectral indices, we categorized the indices which can be derived from freely 
available satellite data (e.g. Landsat 8 & 9 and Sentinel-2) in this group. Land Surface 
Water Index (LSWI), Soil Adjusted Vegetation Index (SAVI), Albedo, dT, and LST are 
considered multispectral in this research. 

Hyperspectral indices 

The hyperspectral indices were calculated based on the following equations: 

HNDVI(ρ2, ρ1)=( ρ1-ρ2)/ (ρ1+ρ2) (1) 

HSR(ρ2, ρ1)= ρ1/ρ2 (2) 

HDVI(ρ2, ρ1)=ρ1-ρ2 (3) 

Where HNDVI, HSR, and HDVI are the hyperspectral vegetation indices, ρ1 and ρ2 are 
representative of two 10-nm bands of the field hyperspectral data where ρ1> ρ2.  

3 Results and discussion 

3.1 Multispectral 

Random Forest 

Here, SAVI, LSWI, Albedo, and dT were used in the algorithm with different scenarios, 
and the results are depicted in Fig. 1. The best correlation was for the combination of 
LSWI, SAVI, and dT (R2 = 0.89). The high correlation may have emanated from the fact 
that these indices cover a wide range of spectrums, namely, Red and NearIfraRed (NIR) 
in SAVI, NIR and Shortwave Infrared (SWIR) in LSWI, and thermal in dT.  
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Fig. 1: The relationship between field leaf area index (LAI) and Random Forest (RF) calculated 

LAI using multispectral indices 

Support Vector Machine 

The same indices were used for the SVM algorithm (Fig. 2). LSWI-SAVI-dT was also 
one of the best combinations; however, with an overall R2 of 0.82 which was lower than 
that of RF. In addition, the lowest R2 derived from this algorithm was 0.56. In general, 
SVM performed weaker compared to RF. 

 
Fig. 2: The relationship between field leaf area index (LAI) and Support Vector Machine (SVM) 

calculated LAI using multispectral indices 

3.2 Hyperspectral 
Random Forest 

Hyperspectral indices chosen in this study were the best that had been found in the 
previous study [Af21]. Obviously, the overall R2 was higher compared to multispectral 
indices and also the maximum and minimum R2 were 0.91 and 0.88, respectively, for the 
combination of HSR and HDVI as the maximum and the combination of HNDVI and HSR 
as the minimum (Fig. 3). Therefore, it is speculated that the use of proper hyperspectral 
indices performs better than multispectral. 
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Fig. 3: The relationship between field leaf area index (LAI) and Random Forest (RF) calculated 

LAI using hyperspectral indices 

Support Vector Machine 

Although the correlations were promising using SVM (Fig. 4), RF outperformed SVM 
again in hyperspectral indices as inputs. 

 
Fig. 4: The relationship between field leaf area index (LAI) and Support Vector Machine (SVM) 

calculated LAI using hyperspectral indices 

3.3 Hyperspectral Bands 

Random Forest 

We inputted hyperspectral 10-nm bands into the RF algorithm (Fig. 5) and the results 
showed that, compared to a simple regression line, the distribution of R2 over the whole 
range of spectrum was more homogeneous. This means that choosing the right spectral 
index is not as critical when using RF and SVM for LAI estimation. It should be noted 
that the combination of bands for both the inputs falling into the 800-1100 nm range 
showed a poorer correlation. 

Support Vector Machine 
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RF, again, outperformed SVM. However, the same homogeneity can be observed in the 
R2 distribution with the maximum of about 0.82 and minimum of 0 for SVM and 
maximum of 0.85, and a minimum of 0 for RF. 

 

Fig. 5: Hyperspectral R2 distribution for a) Random Forest (RF) and b) Support Vector Machine 
(SVM) using bands 

4 Conclusions 

Accurately estimating LAI is essential for crop biological studies and agricultural-based 
decisions. In this study, the field hyperspectral and thermal data were taken into account 
for LAI estimation. Results showed that although spectral indices (both hyperspectral and 
multispectral) in ML algorithms for LAI estimation showed better correlation compared 
to single-band inputs, choosing hyperspectral bands in an arbitrary region, due to its 
homogeneity, may result in promising estimates of LAI. Furthermore, dT only slightly 
improves the correlation accuracy. In addition, compared to the previous study, the use of 
the ML algorithm significantly improved the accuracy of LAI estimation. 
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A data mining process for building recommendation  
systems for agricultural machines based on big data 

Recommendation system for agricultural machinery application 

Mohamed Altaleb1,2, Henning Deeken1,2 and Joachim Hertzberg1 

Abstract: There is a potential expansion in the agricultural machinery industry by using the col-
lected data from different years. Big data is already being used in other industries like e-commerce 
to improve decision-making processes. There are several existing process models to lead through 
the generic processes of data mining. The common factor between the process models that have 
attained dominant public position is that they are domain-agnostic frameworks. This paper proposes 
a method to extend the CRoss-Industry Standard Process for Data Mining (CRISP-DM) to focus on 
the agricultural domain and give guidelines on how to handle and structure the agricultural data and 
processes to reach defined data mining goals. The paper provides a walk-through for a use case to 
build a recommendation system.  

Keywords: agricultural machinery, data mining, process model, recommendation system 

1 Introduction 

In the last two decades, different researchers, institutes, and companies have introduced 
several data mining process models to structure data science projects. e.g., ASUM-DM by 
IBM, SEMMA by SAS, and CRISP-DM by several companies, for comprehensive de-
scription refer to [Ma21]. They describe the generic process models to guide through the 
standard phases and steps of data mining. These process models ensure transparency in 
the communication within the project, and they help to plan and achieve structured results. 

In the modern agricultural industry, it is common to collect process and machinery data. 
Using this data with the help of data mining can bring potential growth by exploiting the 
valuable information contained in that data. Other industries like e-commerce use big data, 
e.g., to build recommendation systems. These systems propose purchasable items as rec-
ommendations to potential customers based on historical data and exploit insights into the 
behavior of similar customers. In the agricultural machinery industry, likewise, big data is 
collected and can be used to build recommendation systems, e.g., to propose better ma-
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chine settings using historic telemetry. Similarly, data mining can improve current opti-
mization processes through a better understanding of the common traits of agricultural 
machinery across different operational and environmental contexts. 

2 Problem Statement 

In the agricultural machinery industry, the optimization of machines is a crucial task. For 
many agricultural processes, onboard optimization systems that use closed-loop ap-
proaches to configure the machines using internal telemetry have been proposed [Es20]. 
While these systems are beneficial, they are usually limited to local optimizations of a 
single machine based on the logged data during the ongoing field operation. 

Information transfer from previous operations and analysis across multiple machines is 
rarely seen in the design of systems targeted to optimize machine settings, e.g., for tractors 
and harvesters. The exchange of information across different fleets of machinery requires 
better understanding for the different involved entities, machines, environment, and qual-
ity measures. This is where data mining can play a major role as the right tool to be used 
in order to convert the big data from just recorded telemetry signals into useful information 
that describes how different entities are associated and connected. 

CRISP-DM is a uniform framework and an open standard made for industrial data science 
projects [Sh00]. As such, it was developed to work with any data mining tools and to 
structure any data mining problems. It describes six phases, each with sub-steps and tasks, 
to perform business understanding, data understanding, data preparation, modeling, eval-
uation, and deployment. 

Although CRISP-DM has achieved a dominant position by public acceptance [Ma09], it 
is sometimes considered too generic within the data mining community [Ni15; Hu19]. At 
CLAAS, CRISP-DM is used to structure data science projects. Since it is a domain-ag-
nostic framework, we realized the need to extend it with an extra layer of process descrip-
tion that directly relates to the agricultural domain. The contribution of this paper is a 
supplementary data mining process coupled with CRISP-DM and targeted to data mining 
in the agricultural machinery domain. 

3 Materials and Methods 

The six phases of CRISP-DM are shown in Figure 1.a. They capture the possible routines 
of a standard data mining process. Therefore, the process does not include any domain-
relevant information. While performing data mining in a specific domain, however, the 
specifics of this domain are always subject to some considerations. In the agricultural ma-
chinery domain, machine optimization is a key aspect, which relates to three major char-
acteristics, quality metrics, environment conditions, and machine variance. These terms 
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are the particular components in any agricultural machinery application, e.g., a machine 
uses certain settings under specific environmental conditions when particular process 
quality is required. 

 
Fig. 1: Since agricultural machinery optimization relates to machine, environment, and process 
quality, the paper proposes a model that extends the generic phases of CRISP-DM, data under-

standing, data preparation, and modeling by the context relevant information. 

An example of a use case for combine harvesters is shown in Figure 1.b, where the process 
of optimization configures the machine settings (i.e., ‘Machine Control’) based on the en-
vironmental conditions (i.e., ‘Environmental context’) and the quality process require-
ments (i.e., ‘Process KPI context’), where these considerations hold merely between sim-
ilar machines (i.e., ‘Machine Context’). Consequently, the configuration of an agricultural 
machinery application can be described with the Agricultural Operational Context (AOC), 
under similar operational conditions, similar machine settings can be used. 

The AOC can be defined as the combination of three pieces of the context information, 
environmental, machinery, and agrarian process quality. Each of this information can be 
described as a list of agriculture-related machine variables. The AOC might be defined 
based on the selected decision variables within the lists, so it depends on the studied use 
case. On the input of the data mining process, these lists contain candidate decision vari-
ables, and on the outputs, the lists contain the significant related decision variables for the 
desired model. 

In any agricultural machinery system, the machine has to be configured optimally because 
this directly affects the profit. Therefore, finding the correct decision variables is an es-
sential step, as the decision variables will be the decision criteria that express how the 
system should behave. Data-driven models need decision variables to control the way the 
desired model behaves. The CRISP-DM considers these variables implicitly in the first 
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four phases. This paper proposes a data mining model for the agricultural machinery in-
dustry that explicitly refers to the decision variable. It defines a scheme on how to deal 
with the different measurement signals in an agricultural machinery dataset. 

 
Fig. 2: The proposed data mining process model for the agricultural machinery domain contains 
three phases, data modeling, model building, and model evaluation, and accounts for the specific 
data categories relevant to machine optimization, i.e., machine, environment and quality contexts. 

The proposed data mining process model is shown in Figure 2. It comprises three phases, 
data modeling, model building, and model evaluation. The contribution in this paper re-
lates solely to the data modeling phase. 

The first phase, ‘data modeling’, determines the potential decision variables through a 
sequence of descriptive and inferential analyses to identify the involved variables that 
should be part of the model. The phase consists of three steps: 

The first step, ‘context variables identification’, starts with forming hypotheses that com-
prise potential decision variables. The types of variables are environmental, machinery, or 
quality variables. The combination of the three variables together defines operational con-
text. The hypotheses should cover the three variable types. The hypotheses are made by 
domain experts, background research, and data observations. This step is essential due to 
its effect on the resulting system quality at the output; therefore, it is crucial to carefully 
gather the hypotheses and potential variables. The decision variables are the variables that 
correlate with the optimization of the agricultural process.  

The second step, ‘data preparation‘, is to integrate the required data from the information 
assets. The information assets may exist in different forms, databases, or flat documents. 
After integrating all required data listed as potential decision variables, data cleaning is 
essential to ensure the quality of all following steps and phases. The data cleaning may 
include identification and treatment of incomplete, inaccurate, or incorrect data. Addi-
tional data preparation might be required based on the use case and modeling method. 

The third step, ‘decision variables analysis‘, uses descriptive and inferential analyses to 
identify the valid hypotheses and possible correlations between the system and the relevant 
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output variables. The descriptive analysis summarizes and visualizes the data to identify 
possible patterns, correlations, or helpful observations, bringing the data into use. The in-
ferential analysis verifies the hypotheses that are formed in the first step based on statisti-
cal test tools. This step is vital as the analysis drives the decision variables, which any 
data-driven model depends on. 

Our data mining process model corresponds with CRISP-DM in its phases and steps. The 
‘context variables identification’ and ‘decision variables analysis’ steps in our process 
model are implicitly mentioned in the ‘business understanding’, ‘data understanding’, and 
‘modeling’ phases of CRISP-DM. While the data preparation step in our process model 
matches with ‘data preparation’ phase in CRISP-DM. As in the CRISP-DM, the different 
phases and steps may also be iterated several times, backward and forward, until a stable 
definition for the operational context is achieved. 

4 Results and Discussion 

Next, we illustrate how to apply the first phase of our process model. Our example is based 
on the use case of building a recommendation system for combine harvester settings. The 
results are shown in Figure 3. 

In the first step, hypotheses are written based on experts, literature, and research. The hy-
potheses are converted into a list of potential variables. The variables in the list are inte-
grated into the dataset, and the required data cleaning is performed. 

 
Fig. 3: The first phase of the proposed process model that illustrates the steps to build a recom-

mendation system for the combine harvester settings. 
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A statistical summary is established and analyzed. The second part of the analysis deals 
with the hypotheses, and as a result, a new decision variable is attached or dismissed. The 
distribution of machine settings under the current definition of the operational context in-
dicates how mature and stable the definition is. Therefore, there is backward and forward 
during the first phase. The model's accuracy within the different operational contexts may 
vary depending on the available data within each context. 

5 Conclusion and Outlook 

The proposed process model helped us to structure the development of the data-driven 
model. The process works based on the operational context of the agricultural machine. 
Our process model uses the first phase to determine the context variables, while the context 
variables are not directly considered in CRISP-DM, because it is designed to work with 
any problem and for any domain. 

We focus on the data modeling phase within this paper. However, we plan to extend the 
other mentioned two phases (i.e., model building and model evaluation) to define an agri-
cultural-specific scheme for data mining in the agricultural machinery domain. 
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Wahrnehmung und Adoption von Farmmanagement- 
informationssystemen unter künftigen Betriebsleitenden 

Resultate einer Onlinebefragung 

Jeanine Ammann 1, Achim Walter2 und Nadja El Benni1 

Abstract: Die vorliegende Arbeit untersucht, welche Rolle digitale Technologien in der 
landwirtschaftlichen Ausbildung für künftige Betriebsleitende in der Schweiz spielen. Dazu haben 
wir Farmmanagementinformationssysteme (FMIS) als ein spezifisches Beispiel einer digitalen 
Technologie verwendet, um zu untersuchen, welche Faktoren deren Adoption beeinflussen. FMIS 
können für Betriebsleitende eine wichtige Unterstützung für die Entscheidungsfindung sein, werden 
aber oft als schwierig zu bedienen wahrgenommen. Folglich kann die Adoption gezielt gefördert 
werden, indem den Betriebsleitenden praktische Anwendungen im Rahmen der Ausbildung 
angeboten werden. Wie die Adoption von FMIS und die Ausbildung von Betriebsleitenden in FMIS 
derzeit aussieht, haben wir im Rahmen einer Onlinebefragung unter Schüler:innen und Lehrer:innen 
des Betriebsleiterkurses in der Schweiz untersucht. 

Keywords: Betriebsleiter, Ausbildung, Farmmanagementinformationssysteme, Adoption, digitale 
Technologien, Smart Farming 

1 Einleitung 

Farmmanagementinformationssysteme (FMIS) unterstützen die Betriebsleitenden beim 
Sammeln, Auswerten und Interpretieren von Daten. Damit dienen sie als wichtige 
Entscheidungshilfe im Betriebsalltag [Le98]. FMIS können auch die Effizienz auf dem 
Betrieb verbessern, die Ressourcenallokation optimieren [CDB17; Ca15], oder zu mehr 
Nachhaltigkeit beitragen [SL20]. Da diese Systeme schon länger verfügbar sind, ist es 
wichtig, zu untersuchen, woher die Betriebsleitenden das entsprechende Wissen zur 
Nutzung dieser Technologie erlangen und welche Faktoren konkret dazu beitragen, dass 
FMIS von den Betrieben auch eingesetzt werden.  

Das Ziel der vorliegenden Studie ist es deshalb, die Rolle von FMIS in der Ausbildung 
und die Wahrnehmung und Adoption von FMIS unter künftigen Betriebsleitenden zu 
untersuchen. In Anlehnung an Michels et al. [MVM20] wurde das trans-theoretische 
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Modell für Adoption (TTMA) als Maß für die Adoption oder Technologienutzung 
verwendet. Das TTMA beschreibt vier Stufen der Adoption: (1) precontemplation, (2) 
contemplation, (3) preparation, (4) action. In der ersten Stufe planen die Individuen keine 
Handlung, während in der zweiten Stufe mittelfristig gehandelt werden soll. In der dritten 
Stufe planen sie, zeitnah zu handeln, und in der vierten Stufe haben sie die Technologie 
bereits angeschafft. 

Die Adoption digitaler Technologien wurde bisher primär in Amerika und Australien 
erforscht. Vergleichsweise wenige Studien werden in Europa durchgeführt [Ba19]. Die 
vorliegende Studie befasst sich konkret mit der Situation in der Schweiz und trägt damit 
entscheidend zum aktuellen Stand der Wissenschaft bei. 

2 Material und Methoden 

Zur Beantwortung der Fragestellung wurde eine Onlinebefragung unter Schüler:innen im 
Rahmen des Betriebsleiterkurses3 durchgeführt. Der Link zur Umfrage wurde mittels 
Prüfungsleiterkommission an die verschiedenen Bildungszentren in der Schweiz 
verschickt. Die Grundgesamtheit der Bildungszentren in der Schweiz besteht aus 25 
Bildungszentren, welche über 19 Kantone verteilt sind. 

Schüler:innen des Betriebsleiterkurses wurden eingeladen, die Umfrage innert zwei 
Wochen auszufüllen. Anschließend wurde eine Erinnerung verschickt, um nochmals 
während einer weiteren Woche für eine Teilnahme zu motivieren. Damit dauerte die 
Datenerhebung insgesamt drei Wochen von April bis Mai 2021. Insgesamt haben 109 
Schüler:innen (16 % Frauen) an der Befragung teilgenommen. Das Durchschnittsalter lag 
bei 28 Jahren (SD = 5).  

2.1 Fragebogen 

Der Fragebogen wurde mittels des Online-Fragebogen-Tools Unipark (Management 
Questback GmbH, Germany) erstellt. Das Ausfüllen des Fragebogens nahm rund 15-30 
Minuten in Anspruch. Die Teilnehmenden gaben ihr schriftliches Einverständnis, bevor 
sie mit dem Fragebogen begannen, und konnten anschließend zwischen Deutsch und 
Französisch als möglichen Umfragesprachen wählen. Der Fragebogen bestand aus 
insgesamt vier thematischen Teilen. 

Im ersten Teil gaben die Befragten an, zu welchem Bildungszentrum sie gehören und wie 
sie ihren persönlichen Wissensstand zu digitalen Technologien einschätzen. Der zweite 
Teil des Fragebogens befasste sich dann mit ihrer Zukunft als Betriebsleiter:in. Die 
Schüler:innen sollten beispielsweise angeben, ob sie bereits einen Hof haben, den sie 
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leiten oder künftig leiten würden. Alle, die schon einen (zukünftigen) Betrieb hatten, 
haben des Weiteren auf einer Skala von 1 (stimme gar nicht zu) bis 7 (stimme voll und 
ganz zu) angegeben, ob sie planen, künftig vermehrt digitale Technologien auf ihrem 
Betrieb zu nutzen. 

Im dritten Teil wurden die Schüler:innen gefragt, ob FMIS im Rahmen der 
landwirtschaftlichen Ausbildung behandelt wurden. Zudem sollten die Schüler:innen, die 
bereits einen Hof (in Aussicht) hatten, einige Fragen zu FMIS beantworten. Einerseits 
wurde abgefragt, wie sie die Benutzerfreundlichkeit von FMIS einschätzen, und 
andererseits ging es darum, die Prädiktoren für die Adoption von FMIS zu untersuchen. 
Die Benutzerfreundlichkeit wurde mittels dreier Items gemessen, welche von Michels et 
al. [Mi19] angepasst und übernommen wurden. Die drei Items wurden als Mittelwert 
zusammengefasst. Für die Adoption wurde das TTMA von Michels et al. [MVM20] 
übernommen und angepasst. Die vier Items bildeten verschiedene Stationen im 
Adoptionsprozess ab, von denen die Befragten jenes auswählen sollten, welches ihre 
persönliche Situation am besten beschreibt. 

Im vierten und letzten Teil des Fragebogens wurden die Teilnehmenden nach 
soziodemografischen Angaben wie Geschlecht oder Alter gefragt. Anschließend hatten sie 
die Möglichkeit, ihre E-Mail-Adressen zu hinterlegen, um als Dank für ihre Teilnahme 
einen Ergebnisbericht zu erhalten. 

3 Ergebnisse und Diskussion 

3.1 FMIS in der landwirtschaftlichen Ausbildung 

Von den insgesamt 109 befragten Schüler:innen gaben 51 % an, dass FMIS nicht Teil ihrer 
landwirtschaftlichen Ausbildung war. Von den übrigen 49 % haben 17 % während der 
Grundausbildung und 42 % während des Betriebsleiterkurses das Thema FMIS 
behandelt4.  

3.2 Wahrnehmung und Nutzung von FMIS 

Unabhängig davon, ob ein FMIS genutzt wird oder nicht, haben alle Betriebsleitenden 
deren wahrgenommene Benutzerfreundlichkeit beurteilt. Im Durchschnitt haben die 
Befragten angegeben, dass sie FMIS als weder schwierig noch einfach zu nutzen 
empfinden (Tab. 1). Interessant ist auch, dass Schüler:innen, welche angegeben haben, 
FMIS im Unterricht behandelt zu haben, diese als deutlich einfacher empfanden (M = 
4.33), als solche, welche FMIS nicht im Unterricht behandelt hatten (M = 3.77). Der 
Unterschied ist statistisch signifikant (t(107) = 2.26, p < .05). Dies deutet darauf hin, dass 
die landwirtschaftliche Ausbildung eine zentrale Rolle spielt für das individuelle 
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Selbstvertrauen in der Technologienutzung. Betriebsleitende können also durch 
spezifische Schulungen in der Technologieadoption unterstützt werden.  

Eine andere Studie [KAK18] kam zum Schluss, dass Farmmanagementsysteme einfach 
zu verstehen und erschwinglich sein sollten. Wenn FMIS im Rahmen der 
landwirtschaftlichen Ausbildung behandelt werden, können sich Landwirt:innen schon 
früh Praxiswissen aneignen und können in der Folge auf ihren Betrieben selbstbewusstere 
Entscheidungen fällen. Das Schweizerische Bildungssystem bietet die einzigartige 
Möglichkeit, diese Fertigkeiten in die landwirtschaftliche Ausbildung zu integrieren. Das 
kann eine schnelle Diffusion digitaler Technologien komplett wertebefreit und 
unabhängig von allfälligen Anbietern ermöglichen.  

Die Ausbildung ist aber nicht die einzige Informationsquelle für Betriebsleitende. Digitale 
Technologien sollten auch in der Grundausbildung und in der Beratung eine zentrale Rolle 
spielen, da die Entscheidungsfindung auch von Arbeitskolleg:innen und Berater:innen 
beeinflusst werden kann [KP13].  

Benutzerfreundlichkeit (α = .74) M (SD) 

Die Nutzung von FMIS ist klar 
und verständlich 4.1 (1.6) 

Ich fühle mich sicher im Umgang 
mit FMIS 4.0 (1.7) 

Insgesamt empfinde ich FMIS als 
kompliziert (Rekodiertes Item) 4.1 (1.5) 

Total 4.0 (1.3) 

Tab. 1: Wahrnehmung von FMIS (n = 86 Betriebsleitende)  

Die Aussagen wurden auf einer Skala von 1 (stimme gar nicht zu) bis 7 (stimme voll und 
ganz zu) beurteilt. 

Von den befragten Betriebsleitenden haben 29 % angegeben, dass sie bereits ein FMIS 
nutzen. Weitere 15 % planen, künftig eines anzuschaffen und 34 % könnten sich 
vorstellen, eines anzuschaffen. Nur lediglich 22 % planen auch in Zukunft nicht, ein FMIS 
zu nutzen. 

3.3 Treiber der Adoption von FMIS 

Die wahrgenommene Benutzerfreundlichkeit der FMIS ist positiv korreliert mit deren 
Nutzung (Tab. 2). Dieser Zusammenhang ist wenig erstaunlich. Eine Person, die bereits 
FMIS nutzt, ist mit dieser Technologie vertraut und entsprechend auch mit deren 
Bedienung, was es einfacher erscheinen lassen kann. In einer Studie zu einem 
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Visualisierungstool zur Datenanalyse wurden zwei Nutzungsgruppen verglichen [Va17]. 
Eine Gruppe erhielt eine Schulung, die andere nicht. Die Forschenden stellten fest, dass 
die Gruppe mit der Schulung das Tool deutlich intensiver genutzt hat. Praktische 
Erfahrungen scheinen eine zentrale Rolle zu spielen, wenn es um Verhaltensänderung geht 
[HKF09], da sie Selbstvertrauen für Technologienutzung vermitteln.  

 1a 2 3 4 5 6 7 

1. Geschlecht 1       

2. Alter  .09 1      

3. Wissen -.19 -.12 1     

4. Nutzung FMIS -.33** .05 .30** 1    

5. FMIS in der 
Ausbildung 

.11 -.08 .12 -.02 1   

6. Benutzer-
freundlichkeit 
FMIS 

-.33** .16 .21 .55*** -.12 1  

7. Absicht, mehr 
digitale Techno-
logien zu nutzen  

-.06 -.05 .26* .35** .01 .28** 1 

Tab. 2: Korrelationen (n = 86 Betriebsleitende); Geschlecht = Mann (0), Frau (1), FMIS in der 
Ausbildung behandelt: ja (0), nein (1), FMIS = Farmmanagementinformationssystem; a: N = 85, 
da eine Person keine Angaben zum Geschlecht machen wollte; *p < .05, **p < .01, ***p < .001 

4 Schlussfolgerung 

Die vorliegende Arbeit zeigt, dass nur 49 % der befragten künftigen Betriebsleitenden im 
Rahmen der landwirtschaftlichen Ausbildung zu FMIS geschult wurden. Die 
wahrgenommene Benutzerfreundlichkeit beeinflusst beispielsweise die individuelle 
Verwendungsabsicht. Damit kann das vermittelte Wissen im Unterricht ein wichtiger 
Treiber der Technologieadoption sein. Im Rahmen der Ausbildung ist eine wertefreie 
Vermittlung von Lerninhalten möglich, die unabhängig von Produktvertreter:innen 
stattfindet. Damit kann sie eine zentrale Rolle in der Technologiediffusion einnehmen.  
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Das Digital-Stage-Gate-Modell  

Steuerung von digitalen Innovationen 

Thomas Andreßen 1 

Abstract: Unternehmen müssen nicht nur einzelne Projekte, sondern ein Portfolio an digitalen In-
novationsprojekten gemeinsam erfolgreich managen. Eine ähnliche Problemstellung wird bereits für 
Produkt-Innovationen diskutiert. Der Beitrag baut auf der Methodik eines „klassischen“ Stage-Gate-
Modells auf und überträgt dessen Strukturen und Prozesse auf digitale Innovationen. Die drei we-
sentlichen Komponenten „Stages&Gates“, „Stage-Gate-Committee“ und „Deliverables“ werden im 
Fokus der Land,- Forst- und Ernährungswirtschaft weiterentwickelt. 

Keywords: Management, Digital Innovation, Digital-Stage-Gate, Deliverables, Digital Strategy, In-
novation Committee, Portfolio-Management, Portfolio-Controlling 

1 Stage-Gate-Modell 

In seiner ursprünglichen Ausprägung wurde das „Stage-Gate-Modell“ (SGM) von Robert 
G. Cooper für Innovationsprozesse rund um die Produktentwicklung erarbeitet. Es basierte 
auf der Erkenntnis, dass der Druck auf einen traditionellen Produktentwicklungsprozess 
(cycle-time und hit-rate) deutlich angestiegen ist [CO90]. Defizite können durch fehlende 
Prozessstruktur, mangelnde cross-funktionale Einbindung sowie die Schwierigkeit zur 
Planung und Steuerung über Entwicklungsziele zurückgeführt werden. Innovationspro-
zesse entziehen sich leicht einer kontrollierten Überwachung. 

Als Folgen werden zu wenige Innovations-Projekte gestartet (Funnel-Dry-Out (Austrock-
nen der Innovationspipeline)) oder unattraktive Projekte zu spät gestoppt (Late-Flop-
Rate), womit letztendlich zu viel Zeit und damit Ressourcen auf weniger attraktive Pro-
jekte gelenkt wurden (Allocation Mismatch). Durch diese Fehlallokation der Entwick-
lungsressourcen sind attraktive Projekte unterausgestattet und verweilen zu lange im Ent-
wicklungszyklus (zu hohe Cycle-Time von abgeschlossenen Projekten). Letztendlich ge-
langen zu wenige attraktive Projekte in den Markt (Hit-Rate). Das SGM adressiert diese 
Problemstellung, indem eine bereichsübergreifende Kooperation und Zustimmung der 
Entscheidungsträger (Cross-Functional-Alignment) hergestellt wird. 

Im Wesentlichen setzt sich das SGM aus 3 Komponenten zusammen: 1. das Prozessmo-
dell (Stages&Gates), 2. die Programmsteuerung (Gate Committee) und 3. die Entschei-
dungsinformationen (Deliverables). 
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Im SGM durchlaufen alle Entwicklungsvorhaben den Stage-Gate-Prozess, von der Idee 
über die Entwicklung bis zum Markt-Launch. Hierbei gibt das Gate-Committee an jedem 
Gate das Projekt sowie die damit verbundenen Ressourcen frei (go). Die Grundlage für 
ihre Entscheidungen sind verbindlich definierte Informationsanforderungen an die Pro-
jekte und transparente Entscheidungskriterien [Ha16], welche das Entwicklungsteam an 
jedem Gate vorzulegen hat (Deliverables). Sind die mit den Deliverables verbundenen 
Vorgaben nicht hinreichend erfüllt, kann das Gate-Committee ein Projekt zurückschicken 
(re-cycle oder re-work) oder ein Projekt ganz stoppen (kill). Das Gate-Committee wird 
hierbei cross-funktional mit Entscheidungsträgern besetzt. Im Innovationsmangement 
kann das Gate-Committee als Gremium somit die Rolle von Macht-, Prozess- und Bezie-
hungspromotoren [Ha16] übernehmen. Die Entscheidungen des Gate-Committees sind 
Projekt- und Portfolioentscheidungen und berücksichtigen sowohl die individuellen Bei-
träge der einzelnen Vorhaben zur Unternehmensstrategie als auch die wechselseitigen Ab-
hängigkeiten zwischen den Vorhaben aus der Perspektive des Gesamtunternehmens.  

 
Abb. 1: Stage-Gate-Modell in der Produktentwicklung 

Ein üblicher Stage-Gate-Prozess für die Produktentwicklung basiert auf 5 Kern-Phasen 
(Stages in Abb. 1). Bevor ein Projekt eine neue Stufe im Entwicklungsprozess nehmen 
darf, müssen die formulierten Deliverables erfüllt sein, welche die Erfolgswahrscheinlich-
keit des Projektes aus Unternehmenssicht widerspiegeln und im Zeitablauf immer konkre-
ter werden müssen. Eine wesentliche Anforderung an das Projektteam besteht darin, die 
Innovation immer weiter zu detaillieren, Interdependenzen aufzulösen, Abstimmungen 
mit betroffenen Stakeholdern durchzuführen sowie die finanzielle Wirkung der Innovation 
mit sinkendem Risiko-Puffer (Contingency) abzuschätzen.  

2 Adaption für digitale Innovationsprozesse 

Das SGM kann auf digitale Innovationsprozesse übertragen werden, indem die einzelnen 
Komponenten (Stages&Gates, Deliverables, Gate-Committee) adaptiert werden. Im ersten 
Schritt wäre das Phasenmodell an die Anforderungen innerhalb eines digitalen Transfor-
mationsumfeld zu übertragen. Hier sind, je nach Umfeld, unterschiedliche Ausprägungen 
denkbar. Im Folgenden wird eine Modellausprägung diskutiert, die in dieser Form bereits 
praktisch aufgebaut wurde.  
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Abb. 2: Digitaler Stage-Gate-Prozess (Proof-of-Concept und Proof-of-Feasability) 

• Pre-Stage-Gate – Idee (Abschluss mit Gate 1): Vor dem Eintritt in den Stage-
Gate-Prozess werden digitale Innovations-Ideen innerhalb klassischer Abteilungen 
und Bereiche generiert, gesammelt und initial bewertet. Diese Vorbereitung liegt 
außerhalb von Projektstrukturen, d. h. sie erfolgt ohne zugeordnetem Entwicklungs-
budget bzw. als Grundlagentätigkeit. Sobald eine cross-funktionale Einbindung 
bzw. Budgets oberhalb der Basisaufgaben benötigt werden, muss die Idee in den 
Stage-Gate-Prozess eingebracht werden.  

• Stage 1 – Digital Discovery (Abschluss mit Gate 2): Das Ziel der Stage 1 liegt 
darin, einen möglichen Lösungsraum abzugrenzen und diesen einer cross-funktio-
nalen Gruppe vorzustellen. Für hohe Innovationgrade ist hier ein Proof-of-Concept 
(PoC) als erster „Pilot“ zu empfehlen, in dem die Umsetzbarkeit und der potenzielle 
Wert einer Idee geprüft werden kann. Bei guter Durchführung gibt ein Pilot im Zeit-
ablauf sehr gute Einsichten in die Notwendigkeit der künftigen Steuerung sowie den 
Ressourcenbedarf. Mit einem „Go“ in Gate 2 wird der PoC als budgetiertes Projekt 
im Unternehmen verankert. 

• Stage 2 – Digital Planning (Abschluss mit Gate 3): In der Planning-Stage werden 
die Zielstellung konkretisiert (User-Story) sowie erste UX-Tests durchgeführt (z. B. 
via Mockup, Wireframe). Gleichzeitig werden die Ressourcenbedarfe geklärt und 
Zeitrahmen abgeschätzt. Im Digital Planning erfolgt auch eine grobe Marktanalyse, 
inwiefern anstelle einer Eigenentwicklung die Nutzung einer vorhandenen Stan-
dard-Technologie möglich wäre. Für das folgende Gate 3 sind dem Gate-Committee 
konkrete Ressourcen-Abschätzungen zu nennen (an dieser Stelle können Werte mit 
20 % Contingency empfohlen werden, siehe auch „Projekt-Management Deliverab-
les“ in Abb. 3). In Stage 2 sollte ein konkreter Beschaffungsplan mit dem Strategi-
schen Einkauf erarbeitet werden, wenn möglich wurden bereits erste „Request for 
Information“ (RFI) an externe Partner versendet. 

• Stage 3 – Digital Development (Abschluss mit Gate 4): Ziel dieser Stage ist ein 
funktionsfähiger Prototyp, welcher auf Usability geprüft wird. Je nach Projekt-Art 
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kann neben den internen Leistungen (z. B. Coding) auch externe Leistungen (Con-
sultants, Entwickler, Solution-Provider) notwendig sind, müssen die Beschaffungs-
vorgänge für den PoC in der Stage 3 abgeschlossen sowie als Option für die Stage 
4 verhandelt worden sein. Mit der Konkretisierung in Stage 3 sinkt die Contingency 
im Budget auf z. B. 10 %. 

• Stage 4 – Digital Deployment (Abschluss mit Gate 5): Ziel des Stages 4 ist eine 
vollständige Umsetzung des PoC, inklusive Service-Modell für die Wartung, User-
Support und Zufriedenheitsanalyse. Zum Ende des Stages wird die Analyse auf ei-
nen möglichen Rollout bzw. Proof-of-Feasability erweitert. Ein PoF basiert auf dem 
„Nice Pilot … but“-Syndrom, welches zwar attestiert, dass ein Pilot getestet, die 
Robustheit allerdings noch nicht nachgewiesen wurde. Darum werden weitere Pilo-
ten im Sinne einer „Proof of Feasability“ empfohlen [KP11], bei dem „laborbezo-
gene“ Rahmenbindungen sukzessive reduziert werden. 

• Stage 5 – Digital Scaling: Mit Stage 4 endet der eigentliche Pilot und wird in Stage 
5 auf eine Skalierung geprüft. Je nach Maturität der entwickelten Lösung kann der 
Innovationsprozess nun in Richtung eines weiteren PoC, eines PoF (siehe Stage 4) 
oder auch in Richtung eines Roll-Out gesteuert werden.  

Eine wesentliche Governance-Komponente liegt in der Festlegung von Deliverables für 
den Stage-Gate-Prozess. Die Deliverables ermöglichen eine zielgerichtete, strategische 
Bewertung der Vorhaben durch das Stage-Gate-Committee. In Abbildung 3 wird ein Aus-
zug an Deliverables dargestellt, welcher drei Aspekte berücksichtigt: Projektmanagement, 
Digitales Innovationsmangement sowie den Anwendungsfall der Land-, Forst- und Ernäh-
rungswirtschaft. Für letzteres könnten exemplarisch folgende zwei Deliverables eingesetzt 
werden:  

• GMP-Validierung: Good-Manufacturing-Practice (GMP) basiert auf den Anfor-
derungen der US Food and Drug Administration (FDA) und regelt Anforderungen 
z. B. für Futtermittel oder Medizinisch/Pharmazeutische (Vor-)Produkte. Je nach 
Kundenstruktur und Vertriebsweg ist eine GMP-Zertifizierung eine wesentliche 
Grundlage für eine Geschäftsbeziehung. Alle in der Produktion eingesetzten physi-
schen Assets, Prozesse und digitalen Systeme sind hinsichtlich ihrer Erfüllung der 
GMP-Anforderungen zu validieren [Sp20]. Ist GMP relevant, muss ein GMP-De-
liverable im Stage-Gate-Prozess definiert werden. 

• EU Bio Siegel: Mit dem Bio-Siegel können Produkte und Lebensmittel gekenn-
zeichnet werden, die nach den EU-Rechtsvorschriften für den ökologischen Land-
bau produziert und kontrolliert wurden [Bm21]. Handelt es sich beim EU-Bio-Sie-
gel um ein relevantes Produktmerkmal, so ist die digitale Technologie hinsichtlich 
einer direkten und indirekten Wirkung auf die Wirksamkeit und den Erhalt des Sie-
gels zu prüfen und entsprechend als Deliverable im Stage-Gate-Prozess zu formu-
lieren. Die Beispiele hierfür sind vielfältig [Hä21]: Sensorik kann die Supply Chain 
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überwachen, in der Blockchain können Zertifikate gespeichert werden (smart 
contracts) [Sp19]. 

Alle folgenden Deliverables wurden exemplarisch ausgewählt und müssen nach Bedarf 
an das jeweilige Unternehmen sowie deren Prozesse und Anforderungen angepasst wer-
den. Das Design kann folgender Systematik folgen: 

1. Industrie-spezifische Deliverables (hier GMP u. Bio-Siegel) 

2. Digital-spezifische Deliverables (hier Interdependenzen u. Software-Lösungsraum) 

3. Projekt-Management-spezifische Deliverables (hier Budget- u. Einkaufsplan) 

 
* Claims (Nachträge bzw. Nachforderungen), Contingency (Risikopuffer), FDA (Federal Drug Administration), GMP (Good 
Manufacturing Practice), HR (Human Resources Abteilung), RFI (Request for Information, informative Preisanfrage), RFP (Re-
quest for Proposal, Anfrage für kreative Lösung), RFQ (Request for Quotation, Anfrage für Angebot), UX (User Experience) 

Abb. 3: Deliverables für Digital-Stage-Gate im Kontext von Land-, Forst- und Ernährungswirt-
schaft (Auszug) 

Abschließend ist die Komponente des Gate-Committees für einen digitalen Stage-Gate-
Prozess in der Land-, Forst- und Ernährungswirtschaft aufzubauen: Hierbei ist darauf zu 
achten, dass die berufene Gruppe aus Mitgliedern mindestens im Status eines „Senior Ma-
nagers“ multidisziplinär, cross-funktional besetzt und mit Ressourcen-Befugnis ausgestat-
tet sind. Es ist sicherzustellen, dass die Gruppe die Qualität der gelieferten Informationen 
bewerten kann, damit sowohl die einzelne Initiative als auch deren Wirkung im Portfolio 
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beurteilt werden können. Nur so kann eine sinnvolle Gate-Entscheidung (Go, Recycle/Re-
work, Kill) getroffen sowie die benötigen Ressourcen zugeordnet werden [Co90]. Durch 
die Portfolio-Darstellung (vgl. Abb. 4) erhält die Unternehmensführung jederzeit einen 
Statusüberblick zum digitalen Innovations-Funnel der gesamten Organisation. 

 
Abb. 4: Innovations-Funnel (Porfolio-Darstellung) 

Zusammenfassend kann festgehalten werden, dass das SGM sehr geeignet für die Planung 
und Steuerung eines digitalen Innovations- und Transformationsprozesses ist. Allerdings 
bedarf es einer gewissen organisationalen Größe und Komplexität, welche den Koordina-
tionsaufwand rechtfertigen. Ist diese Größe erreicht, können die zu Beginn formulierten 
Defizite adressiert werden. Für digitale Innovationsprozesse in der Land-, Forst- und Er-
nährungswirtschaft kann das SGM analog angepasst werden. 
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Detection rate and spraying accuracy of Ecorobotix ARA 

Thomas Anken1 and Annett Latsch1 

Abstract: Machine Learning enabled the long hoped-for breakthrough in the field of automated 
single-plant weed control. Ecorobotix ARA (Ecorobotix, Yverdon, Switzerland) was the first 
commercially available spot-sprayer allowing automated single-plant detection and control of broad-
leaved dock (Rumex obtusifolius) in meadows. Cameras are used to record the vegetation and 
machine learning-based algorithms detect the plants in real time. This makes it possible to 
selectively treat only the target plants. The aim of the present research was to investigate the 
accuracy of the detection and spraying of the plants in comparison to manual treatment with a 
knapsack sprayer. With a detection rate of over 85 % in most cases and a slightly better spraying 
accuracy compared to manual treatment, this first spot sprayer for meadows showed a good 
performance in practical use. 

Keywords: spot spraying, weed, meadow, Rumex obtusifolius, computer vision 

1 Introduction 

In contrast to arable farming, single plant recognition of weeds in meadows is challenging, 
as species number and plant densities are high and overlapping leaves are frequent. 
Furthermore, different soil conditions, management and climate create a large variability 
of the habitus of the plants. Discrimination based on colours only failed. Gebhardt and 
Kühbauch [GK07] as van Evert [Ev11] used classification algorithms to attribute 
homogeneous regions of the images to different plant varieties. To overcome the problem 
of recognizing a “green plant in a green meadow”, Seatovic et al. [Se09] tried to use three-
dimensional point clouds to be able to determine leaf surfaces. All these approaches were 
not able to solve the issue of overlapping leaves. 

The development of machine learning-techniques made it possible to overcome the 
problem for the recognition of broad-leaved dock in meadows. Koulanakis et al. [KTN19], 
Valente et al. [Va19] as well as Schori et al. [SAS19] were able to detect broad-leaved 
dock in grassland by means of convolutional neural networks (CNN). Their results, 
presented during the last few years, clearly prove that machine learning has the potential 
to solve the issue of single plant recognition. 

Ecorobotix (www.ecorobotix.com) presented the first commercially available spot sprayer 
able to recognize and spray broad-leaved dock plants in meadows. The goal of this work 
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was the investigation of the recognition rate and the spraying accuracy of the sprayer ARA 
of Ecorobotix. 

2 Material and Methods 

2.1 Ecorobotix ARA and test locations 

Field and indoor trials were carried out with the spot sprayer Ecorobotix ARA 
(Ecorobotix, Yverdon, CH) to determine its recognition rate and spraying accuracy. The 
machine has a working width of 6 m, composed of three identical units, each with a 
working width of 2 m. Two RGB cameras per unit take images of the vegetation, which 
are analysed in real time by an on-board computer NVIDIA Jetson (Nvidia, Santa Clara, 
USA). To allow a homogeneous illumination, the cameras are placed in big boxes with an 
open bottom to avoid sunlight disturbing the image recognition. LED flashes are used 
instead. When broad-leaved dock plants are detected, the computer opens the nozzle 
valves above the target plants, which are thus treated individually.  

Ecorobotix ARA was tested on three locations in Switzerland: on an ecological 
compensation area in Dietwil and on two sites in Tänikon (Tab. 1). At the Dietwil site, the 
plants were treated with 4 % metsulfuron-methyl, “Ally Tabs” (Stähler Suisse SA, 
Zofingen, CH) with 3 tablets per 10 lt water, including food colouring “Ally” 3 ml/10 lt 
water. In Tänikon, pure water with 1 % white dye (food colouring 6432077, Trawosa SA, 
St. Gallen, CH) was used. The application rate of the spray liquid was 413 l/ha at a driving 
speed of 1.94 m/s. 

2.2 Determination of the detection rates and spraying accuracy 

One purpose of the investigation was to determine the proportion of correctly detected 
(true-positive) and sprayed broad-leaved dock plants by the Ecorobotix ARA as well as 
the non-detected (true-negative) ones and finally to count the incorrectly sprayed plants 
(false-positive). For this purpose, people followed the device in the field during the 
treatment and stuck a small marking stick into the soil wherever the sprayer treated a plant. 
Visual recognition of the sprayed areas was improved by the addition of a dye (see 2.1). 
A second pass was used to determine and count all the treated plants. In addition, the 
individuals searched the areas to determine how many broad-leaved dock plants had been 
left out by the machine.  

To test the technical spraying accuracy, freshly picked broad-leaved dock plants were 
placed on brown wrapping paper sheets inside a hall. Each spraying method treated 4 lanes 
with 5 plants each. Two spraying methods were compared: i) Ecorobotix ARA and ii) 
manual treatment with knapsack sprayer with hand pump, equipped with flat spray nozzle 
Teejet 8002 with 80 ° spraying angle (model: Iris, Birchmeier Sprühtechnik AG, Stetten, 
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CH). Water mixed with 1 % fluorescent dye (Lumilux Dispersion Yellow CD 997; 
Honeywell, Seelze, DE) was used for spraying in both methods. After the treatment, plants 
were illuminated with a sealed UV light box (fluorescent tubes Sylvania Blacklight blue, 
F8W/BLB T5 (Sylvania, Erlangen, DE)) and photographed at a distance of 75 cm with a 
reflex camera (Nikon D7500, with 28 mm lens (Nikon, Tokyo, JP) mounted on the box. 

The evaluation of the spray images was done with the image editing programme GIMP 
(version 2.10.24, Free Software Foundation, https://www.fsf.org/), which was used to 
count the number of pixels in the manually circled areas. The real pixel size in mm2 was 
determined by photographing and converting scales placed in the image. The following 
parameters were determined for each image: i) total area sprayed ii) leaf area of broad-
leaved dock plants sprayed iii) leaf area of broad-leaved dock plants not sprayed. A Welch-
t-test (unequal variances, α=0.05) was used to test the degree of difference between the 
two treatments. 

Field description 
Dietwil – ecological compensation meadow, treatment 22.04.2021  
test area 960 m2 (3 strips of 4 x 80 m), coordinates 47.1446/8.4040  
heavy abundance of dock plants, stand height about 20 cm, very variable stand with about 70 % 
grasses, 1 % clover and approx. 30 % herbs 
Tänikon – Mühlewies, meadow, treatment 04.05.2021 
test area 1260 m2 (3 strips of 6 x 70 m), coordinates 47.4773/ 8.9101 
moderate abundance of dock plants, stand height 25 cm, 95% grasses, 1 % white clover, 3 % 
gaps; 2 % herbs 
Tänikon – Waldegg, pasture, treatment 04.05.2021 
test area 1170 m2 (3 strips of 6 x 65 m), coordinates: 47.4913/8.9203 
moderate to low abundance of dock plants, stand height 10 cm. 80 % grasses, 10 % clover, 5 
% herbs, 5 % Gaps 

Tab. 1 Characteristics of the three test locations 

3 Results 

3.1 Detection rates 

At the Dietwil site, Ecorobotix ARA detected broad-leaved dock plants (true-positive) at 
a rate of over 90 % (Fig. 1), although they were often heavily covered by other plants. 
Among the falsely treated species (false-positive), sorrel (Rumex acetosa) should be 
mentioned in particular, which was sprayed regularly (Tab. 2). Ribwort (Plantago 
lanceolata) was also treated repeatedly. However, this species was very strongly 
represented, so that the 11 plants treated here only make up a small percentage. On the 
two sites ”Mühlewies” and ”Waldegg” in Tänikon, broad-leaved dock was detected by 
Ecorobotix ARA to over 85 % with one exception (strip 2 Mühlewies). As in the trial in 
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Dietwil, dandelion (Taraxacum officinale) and common plantain (Plantago major) were 
occasionally sprayed. The only two sorrel plants at site “Mühlewies” were also treated.  

 
Fig. 1: Detection rate of broad-leaved dock plants by Ecorobotix ARA at the three test locations. 

Single results of the three measuring strips per location. n = number of dock plants per strip 

 
Plant species Dietwil  Mühlewies Waldegg 

Sorrel (Rumex acetosa) 145 2 0 

Common plantain (Plantago major) 7 0 6 

Ribwort (Plantago lanceolata) 11 0 0 

Dandelion (Taraxacum officinale) 4 3 7 

Others (e.g. Trifolium repens, Silene dioica, 
Phleum pratense, Poa ssp.) 

14 6 4 

Tab. 2: Number of falsely treated plants (false-positive cases) by Ecorobotix ARA at the three test 
locations (sum of the three strips per location) 

3.2 Spraying accuracy 

While the manual treatment with a knapsack sprayer covered about 96 % of the leaf area 
of the dock plants with a spray film, the value with the Ecorobotix ARA was about 89 % 
(Tab. 3). The unsprayed leaf area of the dock plants was thus about 4 % with the manual 
treatment and about 11 % with Ecorobotix. The area unnecessarily sprayed around the 
dock plants was on average about 4 times the area of the dock plant for the manual 
treatment with knapsack sprayer and about 2.5 times for Ecorobotix ARA. 
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 Ecorobotix 
ARA 

Knapsack 
sprayer 

T-Test 
 

Mean Dock area total (cm2) = 100 % 487.0 571.0  

Dock area sprayed (%) 88.7 95.8 0.006 

Sprayed area around dock plant (%) 247.2 402.5 0.007 

Tab. 3: Share of sprayed areas by Ecorobotix ARA and by manual treatment with a knapsack 
sprayer. Surface of dock plants = 100 %, n= 20 

4 Discussion 

The conditions on the three test locations were not the easiest ones as the average height 
of grass was about 20-25 cm, so that dock plants were often overlapped by other plants. 
Nevertheless, the rate of correctly treated plants (true-positive) was around 80 % on 
Tänikon-Mühlewies and over 90 % on the two other sites. These detection rates of the 
Ecorobotix ARA are very good and comparable with the ones published by different 
research projects [KTN19; Va19; SAS19].  

The trial participants agreed on the fact that in case of a manual treatment, more dock 
plants would be missed than by the machine. In addition, the Ecorobotix ARA works the 
same way from morning to night, whereas the human quickly tires or overlooks individual 
plants. In terms of true-positive recognition, this machine has a very good level. 

A different picture emerged for the incorrectly treated plants (false-positive cases). The 
front-runner was sorrel (Rumex acetosa), which was treated falsely to a very large extent. 
In addition, common plantain (Plantago major) was treated sporadically, but also 
dandelion (Taraxacum officinale) and other plants like daylight carnation (Silene dioica) 
or meadow foxtail (Phleum pratense) were occasionally treated. Sorrel is quite similar to 
broad-leaved dock and was probably mislabelled for machine learning. In the case of the 
falsely sprayed daylight carnation and meadow foxtail, red-coloured stems or flowers were 
always visible. The red colouring of the plants was above average due to this year's very 
strong and long lasting late frosts. Such a red colouration is also quite common for broad 
leaved dock and could be the reason for the wrong classification by the system. The 
proportion of incorrectly treated plants is acceptable overall. However, the results clearly 
show that the system can still be improved. The accuracy of the spraying process of the 
Ecorobotix ARA differs only slightly from the standard manual treatment with a knapsack 
sprayer. The latter sprayed the leaves of the dock plants more completely, but also sprayed 
more of the area around them. These values show that the spraying accuracy of the 
machine still has some room for improvement. 

First economical estimations lead to the following numbers: machine costs of about 
90 euros/ha occur by taking into account the following assumptions: costs for a new 
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machine 100’000 euros, amortisation 10 years, annual utilisation 300 ha (standard 
parameters and calculation based on www.maschinenkosten.ch). Including the costs for 
tractor (15 €) and driver (10 €) for the duration of half an hour per hectare results in total 
costs of about 115 €/ha. Compared to the standard manual single plant treatment, which 
takes about 2 to 10 hours/ha (depending on the abundance of weeds), this is also 
economically viable. 

5 Conclusions 

After decades of research by various institutes, spot-spraying of single plants in meadows 
has made the breakthrough and found its way into practice. The big technical 
improvements in the domain of imaging and machine learning enabled this significant 
progress. Ecorobotix ARA already presents a high technical standard and is ready for 
practical application. There is still potential in reducing the number of falsely identified 
plants and in improving the accuracy of the spray application on the target plants. This 
base technology is an important step on the way towards sustainable weed regulation and 
will be a door opener for herbicide free technologies for weed regulation. 
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The pitfalls of transfer learning in computer vision for 
agriculture 

Julius Autz1, Saurabh Kumar Mishra1, Lena Herrmann1 and Joachim Hertzberg1,2  

Abstract: Computer vision applications based on modern AI methods are becoming increasingly 
important in agriculture, supporting and automating common processes. These applications are 
usually based on well-established architectures and pre-trained models. However, our prior 
experience has shown that applying the concept of transfer learning to AI tasks in agriculture 
repeatedly resulted in systematic issues. The structure of agricultural images, containing objects 
similar in shape, color and texture, makes the reuse of well-established applications more 
challenging. To give a more detailed insight into the expected challenges, we trained two different 
networks, which are well-established in the literature: Mask R-CNN and YOLOv5 [He18; Jo21] and 
investigated them in two different learning setups. First, we applied the concept of transfer learning 
to these models by pre-training each on the COCO dataset and subsequently continued expanding 
the available target set with classes of the sugar beets dataset [Ch17]. In the second setup, we skipped 
pre-training and only trained the models on the given agriculture dataset. Furthermore, we describe 
the reasons for the results in more detail and highlight possible causes for the identified differences. 
Finally, the different performances of the networks allowed us to improve on best practices for the 
agricultural domain and give some advice for future computer vision tasks in this area. 

Keywords: Machine Learning, Precision Farming, Transfer Learning Computer Vision 

1 Introduction 

Machine learning, and by extension ML-based computer vision techniques have been 
successfully applied in numerous areas [Ch17], recently expanded by applications in the 
area of agriculture [Li18]. There, they enable the automation, and therefore simplification, 
of existing processes like tracking crop growth, monitoring livestock or detecting damaged 
fruits during harvest. Aside from saving manpower and costs, obvious interests of the 
industry, they are also capable of increasing efficiency and sustainability, e.g. by reducing 
waste [Ba18].  

The large amount of data required to develop reliable automated processes can be 
overcome with the application of transfer learning, where a network previously trained on 
a different dataset is used to learn new classes of interest [We16]. For example, within 
object detection, transferring global features such as edges can help reduce training time 
[Yo14] and improve results when data is limited or difficult to acquire. Having the 
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challenges of computer vision in agriculture in mind, these arguments for transfer learning 
seem to apply directly for this area of work. At a glance, reusing a pre-trained neural 
network should lead to qualitative reliable results. For transfer learning to work, however, 
the source and target domain need to be sufficiently related to successfully transfer the 
already learned structures to new images. 

Previous experience shows that these techniques repeatedly failed when transferred into 
the domain of agriculture. Therefore, we decided to directly compare two networks in the 
manner of transfer learning and end-to-end training, to show that transfer learning is not 
always a valid option to achieve representative results. We based our experiments on 
Mask-RCNN and YOLOv5 [He18] [Jo21], using the sugar beets dataset as a representative 
of the agricultural domain [Ch17]. We analyzed the networks pre-trained on the COCO-
dataset [Li14] and without any previous knowledge. A comparison of the results will show 
that the application of transfer learning is not as beneficial as would be assumed in the 
first place. To the best of our knowledge, there has not been a comparison between transfer 
learning and training from scratch using established neural network architectures and 
publicly available datasets for the agricultural domain. Our research seeks to address this 
gap of experiments and provide a better understanding of the limitation and requirements 
of transfer learning in this specific context, across multiple networks. 

2 Related Work 

Other works have used neuronal networks in various agricultural contexts, such as plant 
phenotyping [Si16], fruit detection and yield estimation [BU17], plant health monitoring 
[Mo14] and more [Li18]. In these cases, enough data has been (manually) labeled that the 
networks can be trained from scratch and provide good performance. However, in many 
agricultural use cases it is challenging to collect sufficient training data. Here, transfer 
learning can ease the burden by reducing the amount of training data needed for new use-
cases [We16]. Transfer learning is an active research topic, with applications and research 
ranging from medical imaging/disease recognition to traffic scenes/driving assistance 
[Zh20] and beyond. In the field of agriculture, several recent experiments have used 
transfer learning with success [Bo20]. At the same time, as transfer learning is applied 
more often, its limitations and prerequisites are revealed, leading to analyses of so called 
”negative transfer” [Wa19; We16], supplementing and expanding upon prior research on 
the limitations of transfer learning [Yo14]. 

3 Models overview 

The Mask R-CNN [He18] belongs to the family of R-CNN architectures, extending from 
Faster R-CNN. It is a two-stage process; the first stage is the Region Proposal Network 
(RPN), where the category-independent region proposals are generated from an image. 



 
The pitfalls of transfer learning 53 

The second stage consists of object classification, bounding box regression and mask-
prediction. The paper's authors used variants of ResNets as a backbone and performed an 
ablation study with and without Feature Pyramid Network (FPN). The current state of the 
art in instance segmentation architecture – Swim Transformer [Li21] in terms of mean 
average precision (mAP) metric on COCO dataset [Li14], also used Mask R-CNN with 
Swim-T as a backbone. Further, we use YOLOv5, the latest version of the YOLO object 
detector and closely based on YOLOv4 [Jo21; Bo20]. With YOLOv4, new features were 
introduced to further improve the accuracy and performance of the network. Among those 
features are the Mosaic and Self-Adversarial Training for data augmentation, which 
provide a mechanism to let the model learn to detect an object independent of its context. 
Through the development of YOLOv5, the model was transferred from the Darknet 
framework to pytorch [So21]. Furthermore, according to the authors, the architecture is 
now more suitable for smaller edge devices with still good performance. This makes the 
YOLOv5 a proper choice for an application within the agriculture area, as farming robots 
or even larger machines only provide little space for an operating unit. 

4 Experiments  

We use two different network architectures: Mask R-CNN and YOLOv5. Both have 
proven useful within the areas of object detection and segmentation. We trained each 
network in two different settings. In the first setup, we used each network pre-trained on 
the COCO dataset [Li14] and transferred it to the new domain. In the second setup, we 
trained each network end-to-end from scratch. As our target we used the sugar beets 
dataset [Ch17], containing plants and weeds, as an object detection task related to 
precision farming. The images are available in RGB and near infrared with corresponding 
segmentation masks, but we only focused on the RGB images because they are commonly 
used and were also the base of the COCO dataset. The dataset contains about 11.000 
images, split into four smaller parts containing 1.000, 2.000, 3.000 and 5.000 images for 
training. In addition to that, we selected fixed parts for testing with 1.000 and validation 
with 2.000 images, keeping those parts entirely distinct. 

The reduced datasets resemble situations where data is limited and transfer learning is a 
valid option. During a pre-processing step we first reduced the size of the images to 
512 x 512 and further transformed the segmentation masks into the COCO and the 
YOLOv1.1 format, respectively. Each network was trained with optimized 
hyperparameters, for different amounts of epochs, depending on the network and the 
training behavior. We trained the YOLOv5 for 300 epochs and the Mask R-CNN for 
8.000+ epochs. 
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5 Results  

Comparing the networks with each other is difficult, given that Mask RCNN unlike 
YOLOv5 uses segmentation masks in addition to bounding boxes. We compare the 
performance within a network across the different sized datasets, as well as pre-trained 
and training from scratch. For Mask R-CNN, we use Average precision (AP) as metric to 
evaluate the performance of object detection and segmentation. The calculation is based 
on the intersection over union (IoU) with different levels of thresholds. AP50 and AP75 

calculating the precision over all classes with a threshold of 50 % and 75 % respectively. 
The metric AP50:05:95 applies 10 thresholds ranging from 50 % to 95 % with a step size of 
5 % between each value. The mAP used for YOLOv5 is calculated after the same 
principle, but expressed as percentage values. 

Mask R-CNN 1k Datapoints 2k Datapoints 3k Datapoints 5k Datapoints 

Scratch bbox segm bbox segm bbox segm bbox segm 

AP.50:.05:.95 51.40 49.11 54.03 51.74 54.29 52.26 54.81 52.20 

AP.50 71.57 71.95 73.90 74.39 74.65 74.91 74.91 75.33 

AP.75 56.19 55.15 58.57 57.85 59.28 58.66 60.13 58.43 

Pre-trained         

AP.50:.05:.95 52.24 53.59 53.59 50.84 53.59 51.24 53.83 51.47 

AP.50 73.17 73.71 73.53 73.87 73.74 74.12 73.95 74.55 

AP.75 59.24 58.72 60.93 59.77 60.74 60.04 61.09 60.08 

Tab 1: Performance overview of Mask R-CNN 

In case of the Mask R-CNN, we can observe in Table 1 that more data leads to better 
performance for both the pre-trained and the end-to-end training. However, the pre-trained 
network solely achieves higher metrices when applying 1k datapoints. This holds true for 
bounding boxes and segmentation alike. If the amount of data increases, the training from 
scratch constantly outperforms the pre-trained variation. As such, one can consider there 
to be a negative transfer, where the prior knowledge of the COCO dataset hinders the 
learning of the new sugar beets dataset. This becomes apparent as soon as the amount of 
sugar beet training data is sufficient. Yet if we apply a higher threshold, like for AP.75, the 
pre-trained network shows slightly better results. In summary, no training significantly 
outperforms the other, suggesting there is no substantial benefit from transfer learning in 
this application.  
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YOLOv5     

Scratch 1k Datapoints 2k Datapoints 3k Datapoints 5k Datapoints 

mAP.50 0.76 0.77 0.81 0.75 
mAP.50:.05:.95 0.55 0.58 0.62 0.55 
Pre-trained     

mAP.50 0.73 0.75 0.77 0.79 
mAP.50:.05:.95 0.48 0.50 0.55 0.57 

Tab 2: Performance overview of the YOLOv5 

The results of the YOLOv5, while not as straightforward to interpret in regard to the 
amount of data, still showed better performance for the scratch trained network, except in 
the case of 5k datapoints (Table 2). In this case, the performance of the network abruptly 
drops. The pre-trained YOLOv5 used a special variation of transfer learning wherein the 
weights of the backbone are frozen for 250 epochs and reintegrated into the training for 
the last 50 epochs. Although we apply the pre-trained YOLOv5, which should lead to 
better results, it still underperformed compared to the end-to-end training, which indicates 
negative transfer.  

6 Conclusion 

While transfer learning remains a useful tool in many cases, this paper shows that blind 
application of pretrained networks not only does not improve performance, but may 
instead hinder it. Especially in situations where there are not immense, but still substantial 
amounts of data, a more efficient network trained from scratch seems to be a better solution 
than an extensively pretrained large one. While the performance often can be equalized by 
extensive re-training, the ”unlearning” of the inapplicable information, combined with the 
pre-training and the related computational requirements cause additional costs. Until data 
becomes as broadly available for agriculture as it has become for other fields, we 
recommend using transfer learning sparsely, between related fields, and avoiding large 
networks which require equally large datasets to train.  

The DFKI Niedersachsen Lab (DFKI NI) is sponsored by the Ministry of Science and 
Culture of Lower Saxony and the VolkswagenStiftung. 
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Indicator plant species detection in grassland using Effi-
cientDet object detector 

Deepak Hanike Basavegowda1,2, Paul Mosebach3, Inga Schleip3 and Cornelia Weltzien1,2 

Abstract: Extensively used grasslands (meadows and pastures) are ecologically valuable areas in 
the agricultural landscape and part of the multifunctional agriculture. In Germany, the quality of 
these grasslands is assessed based on the occurrence of certain plant species known as indicator or 
character species, with indicators being defined at regional level. Therefore, the recognition of these 
indicators on a spatial level is a prerequisite for monitoring grassland biodiversity. The identification 
of indicator species for the status quo of grassland using traditional methods was found to be chal-
lenging and tedious. Deep learning-algorithms applied to high-resolution UAV imagery could be 
the key solution, where UAV with remote sensors can map a large area of grassland in comparison 
to manual or ground mapping methods and deep learning-algorithms can automate the detection 
process. In this research work, we use an EfficientDet based algorithm to train an object detection 
model capable of recognizing indicators on RGB data. The experimental results show that this ap-
proach is very promising in contrast to the difficult and time-consuming manual recognition meth-
ods. The model was trained with the momentum-SGD optimizer with a momentum value of 0.9 and 
a learning rate of 0.0001. The model was trained and tested on 1200 images and achieves 45.7 AP 
(and 85.7 AP50) on test data set. The dataset includes images of four distinct indicator plant species: 
Armeria maritima, Campanula patula, Cirsium oleraceum, and Daucus carota. 

Keywords: digital agriculture, indicators recognition, biodiversity in grassland, HNV farming, deep 
learning, object detection 

1 Introduction 

Grassland accounts for more than one third of the agricultural land in Germany, with a 
total area of around 5 million hectares [UB21], and is among the most species-rich habitats 
in Europe. It plays a very important role in biodiversity and ecosystem service provision 
across Europe, providing habitat for many endangered species and having a positive im-
pact on plant diversity, soil stability, resilience to extreme weather events and carbon se-
questration [DP09]. Therefore, these non-intensively used grassland regions are primary 
targets of nature conservation in the EU Common Agricultural Policy (CAP) [EC21] and 
are considered an important part of high nature value (HNV) farmland [DP09]. 
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In Germany, native grassland plant species are used as indicators to identify HNV grass-
land. Indicators are plants and animals that, by their presence, abundance, absence, or 
chemical composition, reveal a specific aspect of the character or quality of the site on 
which they thrive. These species are defined on a region level, resulting in seven different 
indicator species lists for Germany [BFH15]. To identify HNV grassland, every seemingly 
species-rich and homogenous area is examined for indicator species by using a standard-
ized transect of 30 m length and 2 m width [BFH15; St17]. This transect-based approach 
is labour intensive as it has to be conducted regularly on about 5 million hectares of grass-
land and requires a good knowledge of grassland plant species at the regional level. There-
fore, there is a need for new techniques to identify indicator plants in a given data sample.  

Convolutional Neural Networks (CNN), a deep learning-oriented computer vision tech-
nique, are evolving as promising tools for plant species identification and biodiversity 
monitoring. The general structure of a typical CNN is composed of multiple convolutional 
layers interlaced with pooling layers, followed by some fully connected layers in the end. 
The convolutional layers automatically extract the hierarchical and high-level feature rep-
resentation, while pooling layers reduce the image resolution and help achieve spatial in-
variance, and the fully-connected layers reduce the image dimension and output a 1-D 
distribution over classes. In general, the maximum output in the 1-D distribution corre-
sponds to the predicted result, which classifies one image to one single label [LB95].  

In this paper, we briefly explain the importance of indicator species identification for 
grassland biodiversity monitoring and explain our data collection effort. We train and 
evaluate an object detection-model based on a transfer learning-approach for identifying 
and locating grassland indicator species. 

2 Materials and Methods 

2.1 Indicator species selection 

For this research work, indicator species were selected based on the fact that the species 
are used for monitoring HNV farmland areas and are included in the list of indicator spe-
cies of the NO region (in total, the list includes 28 species and species groups), a region 
including the Federal States of Mecklenburg-Western Pomerania and Brandenburg in Ger-
many [BF18]. The following indicator species were selected for our study (Fig. 1): Arme-
ria maritima, Campanula patula, Cirsium oleraceum and Daucus carota. 

To our knowledge, there is no open source image dataset available for the indicator plant 
species. Although a few images are available under the Creative Commons (CC) license 
in various search engines, they are biased for a specific growth stage and are available in 
very small numbers. To collect images of the indicators in their vegetative growth phase, 
the selected indicators were grown in a greenhouse. 
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Fig. 1: Selected indicator plant species  

(i) Armeria maritima, (ii) Campanula patula, (iii) Cirsium oleraceum, and (iv) Daucus carota (left 
to right) (photo: Hanike Basavegowda, Deepak) 

2.2 Data Collection 

A four-wheeled hand-driven equipment carrier 1.4 m wide, 1.5 m long and 2.7 m high 
above the ground was designed and fabricated to mount an image sensor. Images were 
acquired with the DSLM camera ILCE-6000 (Sony, Japan) with an APS-C type sensor 
chip (23.5 × 15.6 mm) and a 50 mm lens attached. The camera was mounted on an equip-
ment carrier in the nadir position to capture ortho-images. The images used for this work 
were taken during the 4th week of June 2020 by randomly placing indicator plants on a 15 
m long and 2 m wide meadow outside of the green house. The distance between the camera 
and the plant surface was set to capture images with a ground surface distance (GSD) of 
0.15 mm/pixel on a projected area of 0.9 m × 0.6 m on the ground. The camera was set in 
autonomous mode to capture images with a frequency of one image per second as the 
camera carrier moved across the meadow. Six hundred indicator plant samplings, one hun-
dred fifty from each class, were used for data collection work. We had collected approxi-
mately 1200 images during this work. 

2.3 Object Detection Model 

EfficientDet, a scalable and efficient object detection model, was proposed by the Google 
Brain Team [TPL20]. The family of EfficientDet models are a great choice for object 
detection tasks considering their higher efficiency and better efficiency across a wide spec-
trum of resource constraints. The architecture of EfficientDet consists of three basic com-
ponents: (i) EfficientNet as a backbone network to extract features from the given image; 
(ii) BiFPN or Weighted Bi-directional Feature Pyramid Network as a feature network that 
takes multiple levels of features from the backbone as input and outputs a list of fused 
features representing salient features of the image; and (iii) the final class/box network 
that uses the fused features to predict the class and location of each object [TPL20]. 
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3 Results and Discussion  

The CNN-based object detector was trained using the transfer learning-approach since 
training the model from scratch requires a large dataset. The pre-trained EfficientDet ob-
ject detection model was downloaded from the TensorFlow 2 Detection Model Zoo 
[Hu17]. A pre-trained model is a stored network that has been previously trained on a large 
dataset. During training, through backpropagation, errors from the new data were used to 
update the weights of the convolutional layers to fit the model into a new task.  

The model was trained and evaluated on an Ubuntu workstation with images of size 768 
× 768 pixels, using Python 3.9 as the programming language and TensorFlow 2 (TF 2) 
version 2.6 as the deep learning-framework. Four CUDA 11.4-compatible GeForce RTX 
2080 Ti graphics cards (NVIDIA, California, USA) were used for model training. The 
images used for training were randomly augmented during training to increase the robust-
ness and transferability of the model. The augmentation techniques used are random hor-
izontal and vertical flipping and random cropping with a pad to ensure the uniform input 
size. 

The model was trained for 500 epochs with a batch size of 12. The final class values were 
calculated using the sigmoid function. The Momentum SGD optimizer with a momentum 
value of 0.9 and a learning rate of 0.0001 was used for optimization. Figure 2 shows the 
loss convergence of the detection model during training. The model weights of an epoch 
were only considered if the accuracy exceeded the accuracy obtained in the previous 
epoch. We evaluated the accuracy of the final model using the test data, i.e., the images 
that were not used for training the CNN model. The model achieved 45.7 AP (and 85.7 
AP50) on the test data set. 

 
Fig. 2: Training losses of the object detection model 

(i) Classification Loss, (ii) Localization Loss, and (iii) Total Loss (left to right) 

The result of this work, the object detection model for identifying indicator species in 
grassland, can be readily applied to grassland images to search for indicator species. Spe-
cies recognition can then be linked to the HNV farmland (extensive grassland) type ad-
dressed and its quality classes. For example, based on the number of indicator species 
detection, the grassland is classified into one of three classes [An03; St17]: 
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• HNV 1: exceptionally high nature value farmland (8 or more HNV character spe-
cies) 

• HNV 2: very high nature value farmland (6 or 7 HNV character species) 
• HNV 3: moderately high nature value farmland (4 or 5 HNV character species) 

Previous studies focused on HNV farmland mostly addressed other HNV farmland types 
[An03], and limited works focused on HNV grassland detection relied on spectral varia-
bility of grassland vegetation to distinguish HNV grassland from others [St17] and were 
unable to differentiate grassland quality levels. Our method can be used to identify both 
HNV grasslands and their quality levels. Furthermore, the method can be extended to in-
clude more indicator species and can be easily applied to all regions, as most indicator 
species overlap in the regional species list.  

 
Fig. 3: Indicator species identification using the object detection model  

4 Conclusion 

In this work, RGB images of indicator species were collected by growing them in a green-
house, and then a CNN-based object detection-model was proposed for species recogni-
tion and localization. Since the image dataset was not sufficient to train a model from 
scratch, a transfer learning approach was used to train the model. Our results were in line 
with those of the original model [TPL20] and show that indicator species detection using 
deep learning is a promising way to monitor grasslands. It should also be noted that indi-
cator species with less conspicuous leaves or small characteristic species in tall vegetation 
might be more difficult to identify using this method. In our future work, the training data 
will include more images to cover the complete growth stages of the indicators, and the 
method will be applied to high resolution UAV-imagery. 
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AI-supported data annotation in the context of UAV-based 
weed detection in sugar beet fields using Deep Neural 
Networks 

Jonas Boysen1 and Anthony Stein1 

Abstract: Recent Deep Learning-based Computer Vision methods proved quite successful in 
various tasks, also involving the classification, detection and segmentation of crop and weed plants 
with Convolutional Neural Networks (CNNs). Such solutions require a vast amount of labeled data. 
The annotation is a tedious and time-consuming task, which often constitutes a limiting factor in the 
Machine Learning process. In this work, an approach for an annotation pipeline for UAV-based 
images of sugar beet fields of BBCH-scale 12 to 17 is presented. For the creation of pixel-wise 
annotated data, we utilize a threshold-based method for the creation of a binary plant mask, a row 
detection based on Hough Transform and a lightweight CNN for the classification of small, cropped 
images. Our findings demonstrate that an increased image data annotation efficiency can be reached 
by using an AI approach already at the crucial Machine Learning-process step of training data 
collection. 

Keywords: weed detection, data annotation, Convolutional Neural Networks, semantic 
segmentation, interactive AI 

1 Introduction 

The application of herbicides on agricultural fields and their impact on the environment 
are highly discussed in society. Site-specific spraying can reduce the applied amount of 
herbicides by between 14.0 % and 39.2 % in maize [Ca17]. Application maps enable site-
specific spraying and can be computed from geo-referenced drone images [Fe18]. The 
computation of the application maps can be done by segmenting the images [Ca17]. 

Recent Deep Learning-based Computer Vision methods include image segmentation by 
utilizing Convolutional Neural Networks (CNNs), which are applied for semantic 
segmentation. Semantic segmentation is the pixel-wise assignment of classes and requires 
data-intensive training of the underlying CNN-models by means of pixel-wise annotated 
images [Al21]. Such a pixel-wise annotation of training data is a very time-consuming 
task [Be20]. In this work, an annotation pipeline for UAV-based images of sugar beet and 
weed plants is created with the goal to increase the annotation efficiency and quality, i.e., 
by reducing annotation errors in this crucial step. 
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2 Related work 

In agricultural fields, CNNs have successfully been used in several tasks including the 
semantic segmentation of crops and weed in canola fields [AB20] and rice, sugar beet and 
carrot images [Kh20]. Apart from the segmentation of different types of plants, also binary 
plant masks of images have been created by using threshold methods using the Excess 
Green Index (ExG) [Wo95] or combining different color spaces [RRG20; Ta20]. These 
binary plant masks have also been successfully created using CNNs which are applied for 
semantic segmentation [Fa19; Ta20]. 

The detection of rows in soy bean fields has been accomplished by Bah et al. [BHC18] 
through utilization of Hough Transform for the line detection in combination with a 
method to detect the main angle of the crops. CNNs have been used to classify small 
cropped images as crop or weed plants [MLS17; Fa19] as well as in specific plant species 
[Pe20]. In these works, the small images are cropped from the original images based on 
connected pixels on a binary plant mask. 

3 Approach 

In this work, RGB images with a size of 9504 x 6336 pixels displaying on average about 
260 sugar beet plants in BBCH-scale from 12 to 17 and 310 weed plants are used. The 
images are sampled from a database of one of thirteen flights each. For the processing and 
annotation of the images, a software tool with a visual interface has been developed. 
Initially, a high level of manual handling is required, which however can be substantially 
reduced by automation in later iterations. One iteration here describes the processing of 
one of these full-sized drone images. 

 
Fig. 1: The workflow of the annotation pipeline. This schematic illustrates the case when the 

annotator CNN is still trained after each iteration. 
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The whole workflow of the annotation pipeline is displayed in Figure 1. In the first step, 
the user of the software needs to create a binary plant mask, which is then utilized to find 
connected white pixels. These instances of connected white pixels are cropped with a 
bounding rectangle from the original images and are considered as the plants of the image. 
The plant mask is computed in two different ways in this work. The first approach to create 
the binary plant mask is threshold-based (TB). The method of Riehle et al. [RRG20] is 
used to propose a threshold that the user can manually adapt with visual feedback to create 
the binary plant mask. The second approach to create the binary plant mask is called the 
ground truth (GT) plant mask. It is similar to the first approach but includes a fine-tuning 
by the user who can improve the plant mask by drawing or erasing pixels. 

In the next step, a row detection utilizing Hough Transform is performed to annotate all 
plants within rows as sugar beet plants and all plants between the rows as weeds. The crop 
rows are identified similar to the method proposed by Bah et al. [BHC18] by detecting 
lines on the plant mask. Subsequently, the main angle is calculated by putting the angles 
of all lines in a histogram and selecting the bin with the most members. The threshold of 
the Hough Transform-based line detection can be adapted until all rows are found. 

After the initial annotation by the row detection, the user can supervise the annotation and 
toggle wrong labeled plants manually. When the annotation of the first image is 
completed, all plants are automatically cropped in a size of 64 x 64 pixels and saved with 
the respective label. In case the plants are of different size, smaller plants are centered in 
the bounding rectangle and larger plants are interpolated to fit the rectangle. The cropped 
images are used to train a classification CNN, which is called the annotator CNN. 
Subsequent iterations can use the annotator CNN to classify the plants found on the plant 
masks. The classifications of the annotator CNN are used to toggle detected weed plants 
that are positioned in the detected crop rows and give the user recommendations where 
other plants are predicted differently to the initialization of the row detection. This way 
the user can focus on the crop rows when manually supervising the annotations before 
saving them. 

The combination of automatic plant annotation, annotation with human supervision and 
two different plant masks result in a total of four methods. These are tested for their 
performance in terms of the Intersection over Union2 (IoU) and their speed recorded by 
the time of a single user who annotated all images. The tests utilize an annotator CNN 
which already has been trained on thirteen full-sized drone images resulting in about 
10,000 cropped training images doubled by the use of data augmentation techniques 
[Al21]. The experiments include an evaluation regarding the errors due to the annotation 
process. Furthermore, the performance of CNN-models trained on the created data applied 
for semantic segmentation is evaluated in a ten-fold cross-validation manner. The CNN 
applied for semantic segmentation is a U-net [RFB15] with a pre-trained VGG-16 [SZ15] 
backbone using Transfer Learning and has an input size of 512 x 512 pixels. The annotator 
CNN is rather shallow as it comprises only four convolutional layers. 
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4 Results and Discussion 

For the evaluation of the four different methods, thirteen full-sized images are annotated 
with each method. All methods share the same annotator CNN-model pre-trained on a 
different set containing thirteen full-sized drone images. The masks created by the method 
using the GT plant mask and the annotation supervised by the user are considered the 
ground truth masks. In the following evaluation, each image is cut into 216 smaller images 
of size 512 x 512 pixels and the intersection over union (IoU) of the results with the ground 
truth masks is compared. The results of the comparison of the training data and the U-net 
are shown in Figure 2 in the respectively labelled rows. The rows display the mean IoU 
and the IoU of the single classes. The U-net predictions are performed by models which 
are trained on the training data created using the respective method. All statistical 
differences are calculated with a Kruskal-Wallis-Test since most of the data series are not 
normally distributed and are of homogeneous variances. Entries in the same row not 
sharing a letter are significantly different. The first row of the table displays the average 
time needed for the user to finish the annotation of one of the thirteen images. 

 
Fig. 2: Measured time needed for the user to annotate with either the TB or the GT plant mask with 
either automatic or supervised annotation of single plants and the performance of the annotation 
with n = 13 for the training data and n = 10 for the U-net predictions (±1 standard deviation, α = 5%). 

The two methods using the TB plant masks are significantly different in the mean IoU as 
well as the IoU of every class to the method using the GT plant mask and automatic labels 
by the annotator CNN. No significant difference exists between the methods sharing the 
same plant mask but using different annotation methods. The more automated methods 
have on average a lower IoU than the methods using more manual techniques. It is 
observable that the weed class has the lowest average IoU values. The average values of 
the ten-fold cross-validation of the U-net predictions also show significant differences 
between the methods which use different plant masks except for the weed class. No 
significant differences are found in the weed class across all four methods. Methods that 
share the same plant mask also do not show significant differences. 
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A qualitative analysis including several samples shows that the TB plant mask interprets 
plant borders differently than the user does in the GT plant masks, as the TB mask applies 
less detailed and oversized borders. This explains the significant differences between the 
methods with different plant masks which are present in the created training data as well 
as in the predictions of the U-net except for the weed class. The usage of the annotator 
CNN to automate the annotations instead of giving recommendations and toggling only in 
the plant rows does not significantly change the IoU. Especially after the created training 
data is used for the training of the U-net, the average IoU of the methods sharing the same 
plant mask and using different annotation methods are less different. 

Since the IoU of the weed class is not showing significant differences for all methods after 
using the training data for the training of U-net models, the choice of the method has no 
significant impact on the IoU of the important weed class. This result is confined by the 
fact that the IoU of the weed class is generally very low, indicating that the detection of 
the weed class is not learned well by the U-net. This is influenced by the class imbalance 
in the data set because the sugar beet class contains more pixels than the weed class. 

The increased levels of automation reduce the average amount of time the user needs to 
create the training masks. The majority of time can be saved by using the TB plant mask 
instead of creating the GT plant mask. The automated annotations of the annotator CNN 
are especially useful when using the TB plant mask because a high amount of time relative 
to the total amount of time can be saved. 

In summary, the iteratively increasing degree of automation and the interactive use of the 
annotator CNN in the proposed methods are expected to be of high potential value in 
practical use. They constitute an initial step towards a completely automatic annotation by 
incorporating a modified version of the U-net for the plant mask generation similar to 
Fawakherji et al. [Fa19] and combining this plant mask with an automatic annotator CNN. 

5  Conclusion 

The annotation process can be accelerated by using the methods of this work including the 
two different plant masks, the row detection and the different applications of the annotator 
CNN. The increased levels of automation reduced the time effort of the user and thus 
increased the annotation efficiency. Most of the errors in the created training data originate 
from the plant mask creation, while the annotator CNN showed no significant impact on 
the IoU. After the created training data has been used for the training of a U-net model, 
the differences in the IoU originating from the annotator CNN even reduced, but the 
differences between methods with different plant masks stayed significant. 
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Akustische Insektenerkennung – Deep Learning zur 
Klassifikation leisester Fluggeräusche 

Acoustic insect detection – deep learning for classification of low level flight sounds 

Jelto Branding1, Dieter von Hörsten1 und Jens Karl Wegener1  

Abstract: Assistenzsysteme und Apps bieten ein großes Potenzial für die Steigerung der Effizienz 
und Nachhaltigkeit im Gartenbau. Im Bereich der Schädlingsbekämpfung haben alle aktuellen Apps 
und Systeme gemein, dass sie eine große Schwachstelle in der digitalen Erfassung der 
Insektenpopulationen im Gewächshaus aufweisen. Aus diesem Grund werden im Projekt IPMaide 
verschiedene sensorische Ansätze für die automatisierte Detektion von Insekten untersucht. Eine 
vielversprechende Möglichkeit ist die akustische Insektenerkennung. Hier sollen Methoden aus der 
Schädlingserkennung im Vorratsschutz mit neuesten Ansätzen im Bereich der Klassifikation von 
Geräuschen zusammengebracht werden, um eine Sensorlösung für die Insektenerkennung im 
Gewächshaus zu entwickeln. Für die nötige Datensatzerstellung wurde eine schallgeschützte 
Messumgebung entworfen und High- und Low-Cost-Messtechnik für akustische Aufnahmen unter 
Labor- und Realbedingungen verglichen. Die Ergebnisse zeigen, dass kostengünstigere Mikrofone 
gerade im relevanten tiefen Frequenzbereich unempfindlicher sind. Ein Lösungsansatz zur Filterung 
von Nutz- und Störgeräuschen stellen Array-Anordnungen der Mikrofone dar. 

Keywords: Akustik, Schädlingserkennung, Gartenbau 4.0, Deep Learning, Sound-Klassifikation 

1 Einleitung 

Im Gartenbau liegen viele Prozessparameter nicht als messbare Werte vor, sondern 
werden vom Menschen mit seinen Sinnen erfasst. Mit Blick auf die Optimierung des 
Schädlingsmanagements stellt die Entwicklung geeigneter Schädlingssensoren eine 
Schlüsselkomponente für den Erfolg digitaler Assistenzsysteme im Gartenbau dar. Nur 
wenn es gelingt, dass derartige Systeme über eine geeignete Sensorik direkt das 
tatsächliche Schädlingsaufkommen auf den Pflanzen abbilden und arbeitsintensive 
Bonituren ersetzt werden, können diese Systeme ihr volles Potenzial entfalten. Aus diesem 
Grund werden im Projekt IPMaide verschiedene Sensorikansätze, wie die akustische 
Sensorik, untersucht. 

Um mit digitalen Systemen den Unterschied zwischen Nützlingen und Schädlingen zu 
erkennen, bedarf es zwingend der Methode des „Erlernens“. Deep-Learning-Verfahren 
eröffnen die Chance, Systeme zu entwickeln, welche Insekten anhand kaum hörbarer 
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Geräusche unterscheiden können. Im Projekt wird daher ein umfassender akustischer 
Datensatz mit Aufnahmen verschiedener relevanter Schad- und Nutzinsekten erstellt. 
Dieser soll anschließend für das Training eines Deep-Learning-Modells verwendet 
werden. Als Vorbild dient dabei das Vorgehen in der Vogelstimmenerkennung. 
Erfolgreiche Ansätze in diesem Bereich nutzen dabei oft die Erstellung von Frequenz-
Zeit-Schaubildern, so genannten Spektrogrammen, um anschließend Bilderkennungs-
Algorithmen (CNN) für die Klassifikation der Geräusche nutzen zu können [Ka19]. Neben 
der Vogelstimmenerkennung dienten auch die Erfolge im Bereich der Erkennung von 
Vorratsschädlingen als Motivation für den Forschungsansatz. Hier konnten 
Getreideschädlinge mit Hilfe der Auswertung von akustischen Signalen bis zu acht 
Wochen vor dem Auftreten anderer Indikatoren für einen Befall in Getreidelagern 
festgestellt werden [Mu18]. Ziel ist es, diese Ansätze zu kombinieren und in Form eines 
Deep-Learning-basierten akustischen Sensorsystems in den Gartenbau zu übertragen.  

2 Material und Methoden 

Um Aufnahmen einzelner Insektenarten getrennt voneinander und möglichst ohne 
Störgeräusche zu erstellen, musste zunächst mit einer schall- und halldämmenden 
(anechoischen) Box eine kontrollierte Messumgebung geschaffen werden. Auch an die 
Messtechnik stellen sich für die Erfassung der Geräusche der zum Teil sehr kleinen 
Schädlinge im Gartenbau, wie der Weißen Fliege Trialeurodes vaporariorum, höchste 
Anforderungen. Mit modernster Messtechnik soll hier die Grenze des technisch 
Machbaren aufgezeigt werden. Vergleichend dazu soll eine Low-Cost-Lösung in Form 
eines MEMS-Mikrofon-Arrays eingesetzt werden. Die Erstellung des Datensatzes sowie 
die geplanten Praxisversuche sollen mit beiden messtechnischen Ansätzen gleichzeitig 
erfolgen. Um beide Varianten praxisrelevant zu vergleichen, sollen beide Datensätze 
anschließend jeweils zum Training eines Deep-Learning-Modells genutzt werden. 

2.1 Messtechnik 

Für die Durchführung der Vorversuche wurde ein Low-Noise-Messmikrofon der Firma 
Microtech Gefell mit der Bezeichnung MMS214 eingesetzt. Das vorpolarisierte ½“- 
Freifeldmikrofon weist eine hohe Empfindlichkeit von 320 mV/Pa bei einem niedrigen 
Eigenrauschen von 6,5 dB(A) auf. Es verfügt über einen linearen Frequenzgang und ist 
zur Aufnahme von Tönen bis 20 kHz gut geeignet. Damit deckt dieses Mikrofon den 
hörbaren Frequenzbereich eines menschlichen Ohres ab, kann aber aufgrund seiner hohen 
Empfindlichkeit und dem geringen Rauschen auch Geräusche, deren Intensität weit 
unterhalb der menschlichen Hörschwelle liegt, erfassen. Zum Betrieb des Mikrofons 
wurde ein Gerät der Firma Roga Instruments mit Namen Plug.n.DAQ verwendet. Diese 
Einheit liefert die zum Betrieb des Mikrofons nötige Spanungsversorgung und funktioniert 
gleichzeitig als Analog-Digital-Konverter mit 16 Bit Auflösung und einer Abtastrate von 
48 kHz. Zudem wird das Signal um +20 dB vorverstärkt. Das digitale Signal wurde an 
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einem handelsüblichen Laptop mit Hilfe der Software Audacity aufgezeichnet und als 
WAV-Datei abgespeichert. 

Als Low-Cost-Variante wurde ein MEMS-Mikrofon-Array der Firma Seeed, Modell 
ReSpeaker Core v2.0 eingesetzt. Das als Bauteil für Voice-Interface-Anwendungen 
angebotene Gerät verfügt über 6 MEMS-Mikrofone der Firma Knowles, Modell 
SPU0414HR5H, die auf einem Kreis mit Radius 92,6 mm gleichmäßig in einer Ebene 
angeordnet sind. Für die Aufnahmen wurde auf diesem Gerät eine Abtastrate von 48 kHz 
bei 32 Bit Auflösung gewählt. 

2.2 Anechoische Box 

Auf Basis einer Recherche üblicher Messaufbauten in verwandten Projekten mit 
vergleichbaren Anforderungen [Nj16; RW16] wurde ein doppelwandiger Aufbau aus zwei 
Holzboxen gewählt. Die innere Box wurde dabei aus 25 mm dicken MDF-Holzplatten 
gefertigt. Die Dimensionierung der Wandabstände erfolgte mit Blick auf eine 
gleichmäßige Verteilung der Raummoden, um die Intensität von Resonanzeffekten zu 
minimieren. Es wurden Innenmaße von 1170 mm in der Höhe, 960 mm in der Breite und 
750 mm in der Tiefe gewählt. Um Halleffekte im Inneren der Box zu eliminieren, wurde 
die innere Box mit drei Schichten à 50 mm eines offenporigen Akustikschaums 
ausgekleidet. Diese innere Box wurde an vier Federn in einer zweiten, größeren Box 
aufgehängt. Die äußere Box wurde aus 28 mm MDF-Platten gefertigt und mit einer 
Schicht von 100 mm dickem Schwerschaum ausgekleidet. Sie wurde so dimensioniert, 
dass zwischen dem Schwerschaum und der inneren Box ein 100 mm Luftspalt verbleibt. 

2.3 Versuchsaufbauten in der anechoischen Box 

Für den Vergleich der Messtechnik wurden die zwei Mikrofone innerhalb der 
anechoischen Box in gleichem Abstand zu einem Kopfhörer positioniert. Über diesen 
wurde eine Testtonsequenz abgespielt und zeitgleich mit beiden Mikrofonen 
aufgenommen. Als Testtöne wurden in ihrer Intensität linear abklingende Sinustöne bei 
Frequenzen von 250 Hz, 500 Hz, 1 kHz und 2,5 kHz gewählt. Für die akustischen 
Aufnahmen der Insekten wurden diese in Insektenzuchtkäfigen aus Netzmaterial mit einer 
Maschenweite 160 µm vor dem Mikrofon in der anechoischen Box positioniert. 

3 Ergebnisse 

Der Vergleich der Aufnahme von Testtönen (vgl. Abb. 1) mit dem ReSpeaker und dem 
Messmikrofon zeigt, dass die tieffrequenten Töne bei 250 Hz und 500 Hz von den 
unempfindlicheren MEMS-Mikrofonen des ReSpeaker nicht erfasst werden. Erst die 
höheren Töne von 1 kHz und 2,5 kHz lassen sich in beiden Aufnahmen erkennen. 
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Abb. 1: Vergleich der Aufnahmen von Testtönen: MMS214 Low-Noise-Messmikrofon (links) und 
Respeaker Core v2.0 (rechts)  

Abb. 2: Vergleich der Aufnahmen von Fluggeräuschen der Weißen Fliege Trialeurodes 
vaporariorum: MMS214 Low-Noise-Messmikrofon (rechts) und Respeaker Core v2.0 (links) in 

der anechoischen Box 
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Der exemplarische Vergleich verschiedener Aufnahmen des Fluggeräusches einiger 
Weißer Fliegen mit dem Messmikrofon und dem ReSpeaker in der anechoischen Box zeigt 
die Auswirkungen dieser Unterschiede auf die Aufnahme von Fluggeräuschen kleinster 
Insekten (vgl. Abb. 2). Da diese Aufnahmen nicht simultan erfolgten, ist hier zwar kein 
direkter Vergleich der einzelnen Geräusche möglich, dennoch zeigen die Spektrogramme 
prinzipiell den Effekt der Mikrofonempfindlichkeit sowie des Eigenrauschens. Während 
bei den Aufnahmen des ReSpeaker lediglich der lauteste Teil eines Geräuschereignisses 
zu erkennen ist, bilden die Aufnahmen mit dem Messmikrofon auch das Auf- und 
Abklingen eines Geräusches ab. Das höhere Eigenrauschen des ReSpeaker ist an der 
helleren Hintergrundfärbung im Spektrogramm zu erkennen. 

4 Diskussion und Ausblick 

Die Vorversuche mit Testtönen und Aufnahmen mit echten Insekten zeigen, dass die 
MEMS-Mikrofone nicht nur generell weniger empfindlich als die Low-Noise-
Messtechnik sind, sondern besonders im tieffrequenten Bereich unter 1 kHz deutlich 
weniger Signale erfassen. Der Vergleich der Aufnahmen echter Fluggeräusche zeigt, dass 
genau dieser Frequenzbereich relevant für die Aufnahme der Insekten ist. Die genauen 
Auswirkungen dieser Unterschiede in den Mikrofoneigenschaften auf den 
Informationsgehalt eines Datensatzes lassen sich jedoch nur schwer abschätzen. Im 
Weiteren sollen daher die mit den zwei Messtechnikansätzen parallel erstellten Datensätze 
ebenso parallel zum Training zweier Deep-Learning-Modelle genutzt werden, um einen 
praxisrelevanten Unterschied zu quantifizieren. Dass sich Insekten grundsätzlich in 
Flügelschlagfrequenzen unterscheiden, konnte bereits in diversen Studien belegt werden 
[BBS88; Ha13]. Auch, dass sich Insekten prinzipiell akustisch anhand ihrer Geräusche, 
wie Flug-, Lauf- und Fraßgeräusche, mittels Machine-Learning-Ansätzen unterscheiden 
lassen, konnte anhand einer exemplarischen Studie gezeigt werden [Le11]. Fraglich bleibt, 
ob sich dieser Ansatz in einer praxistauglichen Form in das Gewächshaus übertragen lässt.  

Mit Blick auf die Praxis ist anzumerken, dass eine Filterung im Frequenzbereich schwierig 
werden wird, da der Großteil der Störgeräusche in unserer Umwelt, genau wie die 
Fluggeräusche der Insekten, tieffrequent ist. Ein möglicher Lösungsansatz ist die 
räumliche Trennung der Geräuschquellen mit Methoden der Array-Datenverarbeitung. 
Derartige Verfahren können bei simultaner Aufzeichnung der Geräusche durch mehrere 
Mikrofone die einzelnen Geräuschquellen trennen [Gr21]. Um das Potenzial solcher 
Ansätze zu untersuchen, soll die akustische Datensatzerstellung zeitgleich mit dem 
Respeaker und einem aus vier Low-Noise-Messmikrofonen aufgebauten zweiten Array 
erfolgen. Unter anderem soll so untersucht werden, wie die angesprochene 
Datenverarbeitung im Sinne eines Arrays den Einfluss der Störgeräusche bei Praxistests 
minimieren kann. 
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Algorithmusbasierte Düngungsplanung und digitale 
Gebrauchstauglichkeit 

Wirtschaftsdünger-Bewertung kann Verständnis für Optimierungsergebnisse 
erleichtern 

Jan-Hendrik Buhk1, Hans-Hennig Sundermeier1 und Uwe Latacz-Lohmann1  

Abstract: Effizientes Nährstoffmanagement gehört nach dem Green Deal der EU zu den vordring-
lichen Handlungsfeldern der Gemeinsamen Agrarpolitik. Die derzeit für Entscheidungshilfen be-
nutzten Methoden modellieren die individuelle einzelbetriebliche zeitliche, räumliche und ökono-
mische Allokationskomplexität nur unzureichend. Düngungsplanung mit gemischt-ganzzahliger Li-
nearer Programmierung (MILP) ermittelt unter simultaner Berücksichtigung aller relevanten Bedin-
gungen die betrieblich optimale Kombination aus Wirtschafts- und Handelsdüngeraufbringungsal-
ternativen und eröffnet damit eine gebrauchstaugliche Digitalisierung von Routine-Entscheidungs-
prozessen für die Praxis. 

Keywords: Düngungsplanung, Düngeverordnung, DüV, Lineare Programmierung, MILP, 
Gebrauchstauglichkeit 

1 Einleitung 

Der europäische Green Deal soll das Naturkapital der EU schützen und dabei u. a. ein 
faires, gesundes und umweltfreundliches Lebensmittelsystem entstehen lassen. Zu den in 
der Gemeinsamen Agrarpolitik zur Zielerreichung vereinbarten prioritären Handlungsfel-
dern gehört auch das Nährstoffmanagement mit dem Ziel, Nährstoffausträge von Wirt-
schaftsdüngern in die Umwelt zu reduzieren. Insbesondere in Regionen mit räumlich stark 
konzentrierter Tierhaltung belasten Stickstoff- und Phosphat-Austräge Grund- und Ober-
flächenwasser. Die Gemeinsame Agrarpolitik will im Zielbündel „Umweltschutz“ die 
Düngemittelmengen reduzieren und ihre Verwendung u. a. durch verbesserte Düngungs-
beratung – auch digital unterstützt – effizienter gestalten.  

Da das Sachproblem schon seit geraumer Zeit besteht, sind eine Reihe von Entscheidungs-
hilfen (decision support tools, DST) zur Düngungsplanung und – in besonders gefährdeten 
Gebieten – auch spezialisierte Beratungsorganisationen zum Gewässerschutz entstanden. 
Exemplarisch offenbaren die Reviews von Karmakar et al. [Ka07] für Nordamerika als 
auch von Nicholson et al. für die EU [Ni20] die Vielzahl der DST, die Vielfalt ihrer 
                                                         
1 Institut für Agrarökonomie der Christian-Albrechts-Universität zu Kiel, Wilhelm-Seelig-Platz 6/7, 24118 

Kiel; jhbuhk@ae.uni-kiel.de; hhsundermeier@ae.uni-kiel.de; ulatacz@ae.uni-kiel.de 



 

76 Jan-Hendrik Buhk et al. 

methodischen Ansätze (Tabellenkalkulation, (dynamische) Systemsimulation, Experten-
systeme, …) aber auch (bei [Ni20]) die jeweiligen Defizite der Gebrauchstauglichkeit. 

Trotz gestiegenen gesellschaftlichen Drucks und Verschärfung ordnungsrechtlicher Rege-
lungen (in Deutschland z. B. durch die Düngeverordnung 2017 und ihre Novelle 2020 
sowie durch die Stoffstrombilanzverordnung) akzeptieren die Landwirte DST und Bera-
tung zur Düngungsplanung nicht im erstrebten Maß (s. z. B. [Da18]). Offensichtlich ver-
fehlen die in den vergangenen Jahrzehnten entwickelten bzw. derzeit verfügbaren Ent-
scheidungshilfen zur Düngungsplanung deren ambitionierte Einsatzziele – insbesondere 
für Wirtschaftsdünger. 

Schils et al. [Sc20] sehen im „fertilizer replacement value“ (FRV) den Ausgangspunkt für 
eine zutreffende Bewertung von Wirtschaftsdüngern („organic residue“) in Düngungspla-
nungen und definieren: „The fertilizer replacement value (FRV) of an organic residue – 
given crop type, soil type, application time, and application method – specifies how much 
standard mineral fertilizer – given formulation, application time, and application method 
– is needed for a similar crop response measured over a given period. The FRV is ex-
pressed as kilograms mineral fertilizer-nutrient per 100 kg manure-nutrient” [Sc20,  
S. 205]. 

Diese rein agronomische Ermittlung von naturalertragsneutralen Nährstoff-Wirkungs-
äquivalenten der Wirtschaftsdünger basiert zwar auf dem Gleichwertigkeitsprinzip der je-
weiligen Nährstofffraktionen; sie abstrahiert jedoch von den individuellen, situationsspe-
zifischen betrieblichen Gegebenheiten zu den verschiedenen Entscheidungszeitpunkten 
im Düngejahr (z. B. kann ein Wirtschaftsdünger gar nicht oder nicht in der entsprechenden 
Menge verfügbar sein) und insbesondere von der intrinsisch ökonomischen Motivation 
der Entscheidungsträger. Bei gegebenem Anbauprogramm, unterstellten Ertragserwartun-
gen und durch Bodenproben fundierten Versorgungszuständen der einzelnen Flächen bzw. 
Bewirtschaftungseinheiten sind Beschaffung und Aufbringung der Handelsdünger zur 
Schließung der Nährstoffdefizite relativ einfach planbar. Die Handelsdüngerbeschaffung 
ist von weiteren betrieblichen Managementkomplexen weitgehend unabhängig. Lediglich 
bei ihrer Aufbringung sind Transportentfernungen, Aufbringmengen und Verfahrenstech-
nik in den Aufbringungskosten zu differenzieren. 

2 Entscheidungsalternativen aus betrieblicher Sicht 

Wirtschaftsdünger aus der Tierhaltung bzw. aus dem Betrieb von Biogasanlagen (Gär-
rückstände) sind mit dem laufenden Stoffstrommanagement der jeweiligen Herkunftspro-
zesse eng verflochten und davon losgelöst nicht disponibel. Abbildung 1 zeigt dieses Be-
ziehungsgeflecht in einem vereinfachten Schema. An anderer Stelle [BS19] haben wir be-
reits unsere Auffassung dargelegt, dass die Düngungsplanung (zu welchem Zeitpunkt sind 
auf welchem Schlag welche Mengen an Wirtschafts- und/oder Handelsdünger aufzubrin-
gen) vornehmlich als zeitliches und räumliches Allokationsproblem anzusehen und daher 
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als mathematische Lösungsmethode die Lineare Programmierung (LP) vorzugsweise ein-
zusetzen sei. Terminologie, Inhalt und Anordnung der Modellkonstituenten erfolgen in 
Abbildung 1 vor diesem Hintergrund (Aufbau einer LP-Matrix). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Abb. 1: Architektur der Entscheidungshilfe zur Düngungsplanung mit MILP 

 

Die übergeordnete Zielfunktion verkörpert hier symbolisch die ökonomische Motivation 
des Entscheidungsträgers: Ermittele die Kombination von Düngungsmaßnahmen, die alle  
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Restriktionen (Anforderungen und Beschränkungen) zu minimalen Kosten befriedigt. 

Jede Entscheidungsalternative zur Aufbringung von Wirtschaftsdünger ist mit den betrieb-
lichen Prozesskomplexen des Anfalls, des Verbleibs, der Lagerung und damit auch der 
Lagerkapazitäten verbunden. Jede einzelne Wirtschaftsdüngeraufbringungsalternative 
kann auf den Einzelschlägen (den agronomischen Komplexen bestehend aus den zeitlich 
und mengenmäßig differenzierten Nährstoffbedarfen, Höchstmengenbeschränkungen und 
Mindestwirksamkeitsannahmen) Handelsdünger substituieren. Die wesentlichen pflan-
zenbaulichen und agrotechnischen Differenzierungsaspekte aller Parzellen können – so-
weit sie zu Beginn des Düngejahrs bekannt sind – zeitlich differenziert einfließen. Min-
destmengen bei den Aufbringprozessen und degressive Aufbringungskosten lassen sich 
mit binären Entscheidungsvariablen abbilden. Die Methode der Linearen Programmierung 
(LP) ist daher um „Gemischt-Ganzzahligkeit“ (mixed integer) zu erweitern zu MILP. 

3 Verwertung und Bewertung von Wirtschaftsdünger 

Mit dem dargestellten Ansatz lassen sich Wirtschaftsdünger und Gärrückstände zeitlich 
im Düngejahr und räumlich auf den Einzelschlägen optimal kombinieren und situations-
spezifisch bewerten. Die Simultaneität im Optimierungsprozess stellt dabei die bestmög-
liche Verwertung der Wirtschaftsdünger sicher und verhindert gleichzeitig eine Über-
schätzung des Wirtschaftsdüngerwertes dieser, wie sie bei einer Bewertung über die Nähr-
stoffgehalte durch ungenutzte Nährstoffe entstehen könnte. Die in Abbildung 2 als 
Ersparnispotenzial dargestellten Wirtschaftsdüngerwerte gehen aus einem Vergleich der 
realen Entscheidungssituation eines Betriebes mit einer fiktiven, in welcher ausschließlich 
Handelsdünger die Bedarfswerte befriedigen können, hervor. Dieses Vorgehen behebt die 
oben dargestellten Abbildungsdefizite des FRV. 

Gesamtbetrieblich erzielte der Wirtschaftsdüngereinsatz im aus [BS19] und [BSL20] be-
kannten Beispielbetrieb bei Einhaltung der DüV 2020 eine Ersparnis von 17.368 Euro, 
welche dem Wert der Wirtschaftsdünger und Gärrückstände insgesamt entspricht. Der 
schlagspezifische Beitrag geht aus Abbildung 2 hervor: Die größte Einsparung von ca. 
1.040 Euro (8 ha × 130 Euro/ha) trägt ein zum Silomaisanbau genutzter Schlag in 1,7 km 
Entfernung zur Lagerstätte bei. Dabei reduzieren die Aufbringungskosten das Gesamter-
sparnispotenzial (Einsparung + Aufbringungskosten) stark. Auf kleineren Schlägen sind 
die Aufbringungskosten im Vergleich höher, dennoch können hier hohe Einsparungen er-
zielt werden. Silomais – teilweise nach Zwischen- oder Zweitfrüchten – und Winterraps 
sind die Kulturen, welche in diesem Betrieb den Wirtschaftsdünger am besten verwerten. 
Eine Wirtschaftsdüngeraufbringung im Spätsommer und Herbst scheint hohen Er-
sparnissen trotz der schlechteren Stickstoffverwertung nicht entgegenzuwirken. Dies kann 
ebenfalls an den knappen Lagerkapazitäten liegen, die eine Aufbringung im Vorwinter 
unumgänglich machen. Auf dem letzten Schlag in Abbildung 2 kommt es sogar zu einer 
negativen Einsparung durch eine Wirtschaftsdüngung, d.h. zu zusätzlichen Kosten: Die 
Aufbringungskosten der Wirtschaftsdünger sind höher als deren Ersparnis aus den 
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substituierten Nährstoffen. Damit ist der Wert der Wirtschaftsdünger auf diesem Schlag 
negativ. Eine Aufbringung ist dennoch einer Weiterlagerung oder Abgabe vorzuziehen. 

 

 
WD = Wirtschaftsdünger, GR = Gärrückstand, Entf. = Entfernung, GL5 = Grünland (5 Schnitte), 
SM = Silomais, WG = Wintergerste, WW = Winterweizen, WR = Winterraps 

Abb. 2: Ersparnispotenzial durch Wirtschaftsdünger und Gärrückstände bei zeitlich und räumlich 
optimaler Düngeraufbringung im Vergleich zu optimaler Handelsdüngung – Schläge absteigend 
geschichtet nach Ersparnis (dunkle Rechtecke), ergänzt um Schlagentfernung zur Lagerstätte und 

jeweilige Fruchtart sowie Aufbringungszeitraum (Auszug für 16 von insgesamt 30 Schlägen) 
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4 Fazit 

Entscheidungshilfen sind gemäß DIN EN ISO 9241-11 gebrauchstauglich, wenn sie in 
ihrem Nutzungskontext die gesetzten Ziele effektiv, effizient und für den Nutzer zufrie-
denstellend erreichen. Die vorgestellte, MILP-basierte Entscheidungshilfe zur Düngungs-
planung erscheint für die landwirtschaftliche Praxis in folgenden Aspekten besonders ge-
brauchstauglich: Sie modelliert im einzelbetrieblichen Nutzungskontext die zentrale Auf-
gabenstellung: Wann (im Düngejahr) sind wo (auf welchem Schlag) welche Mengen an 
Wirtschaftsdünger und/oder Handelsdünger aufzubringen, um die schlag- bzw. fruchtart- 
sowie vegetationsspezifischen Nährstoffbedarfe wirtschaftlich effizient (kostenminimal 
bei gegebener Ertragserwartung) zu befriedigen? Sie berücksichtigt dabei effektiv und si-
multan alle Substitutionsmöglichkeiten von Handels- und Wirtschaftsdüngern (fertilizer 
replacement), deren Beschaffungskosten bzw. Abnahmevergütungen sowie deren men-
gen-, verfahrens- und entfernungsabhängigen Aufbringungskosten. Die vorentschei-
dungsfreie Abbildung des vollständigen Alternativenraums im Düngejahr (insbesondere 
die Verflechtung zu Anfall, Lagerung und Lagerkapazitäten der Wirtschaftsdünger ein-
schließlich der operationalen und wirtschaftlichen Eigenschaften der Aufbringungslogi-
stik) sowie die Ermittlung der Optimalkombination durch den MILP-Algorithmus führen 
stets zur bestmöglichen Nährstoffverwertungseffizienz des Wirtschaftsdüngeranfalls.  
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Sensibilität für Resilient Smart Farming (RSF) und seine 
Bedeutung in Krisenzeiten 

RSF für eine nachhaltige, umweltgerechte und resiliente digitale Landwirtschaft 

Daniel Eberz-Eder1, Franz Kuntke 2 und Christian Reuter 2 

Abstract: Mit der globalen COVID-19-Pandemie und dem Hochwasser in West- und Mitteleuropa 
im Sommer 2021 hat unter anderem Deutschland in jüngster Vergangenheit zwei schwerwiegende 
Krisenszenarien erlebt. Die Auswirkungen auf die Gesellschaft und Wirtschaft sind verheerend. 
Parallel lassen sich Krisenereignisse im digitalen Raum, wie die Zunahme an Cyberkriminalität, 
beobachten. Es wird zunehmend deutlich, dass die Resilienz analoger sowie digitaler Prozesse 
wichtiger für die vollständige Betriebsfähigkeit wird. Die vorliegende Arbeit setzt sich mit der 
Bedeutung des Resilient Smart Farming (RSF) in Krisenzeiten als Möglichkeit für eine nachhaltige, 
umweltgerechte und resiliente digitale Landwirtschaft auseinander. Dazu wurden u. a. lokale 
Schadensmeldungen gruppiert und mögliche RSF-Gegenmaßnahmen aufgezeigt. Im Ergebnis zeigt 
sich eine Bewertung von Konzepten des RSF hinsichtlich der Krisenprävention und -bewältigung 
anhand aktueller realer Beispiele. Aufgrund zunehmender Bedrohungen durch Naturkatastrophen 
und Cyberkriminalität gehen wir davon aus, dass die Aufmerksamkeit von Gesellschaft und Politik 
für die Resilienz der Primärproduktion weiter steigen wird. 

Keywords: Resilient Smart Farming, IoT, Ausfallsicherheit, Resilienz, Digitalisierung 

1 Einleitung 

Die Digitalisierung wird allgemein als ein Transformationsprozess für das 
gesellschaftliche und wirtschaftliche Leben beschrieben. Der digitale Wandel von 
analogen zu digitalen Prozessen hat sich im letzten Jahrzehnt durch zahlreiche 
technologische Innovationen rasant weiterentwickelt. Von dieser Entwicklung ist auch die 
Landwirtschaft als Primärsektor mit einem nicht unerheblichen Anteil betroffen. Einige 
der vormals rein analogen Planungs- und Umsetzungsprozesse wurden digitalisiert, z. B. 
durch den Einsatz von digitalen Schlagkarteien oder Farm Management 
Informationssystemen (FMIS). Die schnelle Umsetzung digitaler Prozesse in der Praxis 
birgt jedoch die Gefahr, dass gerade Sicherheitsaspekte vernachlässigt und hinten 
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angestellt werden. Da die Anwendungen im normalen Regelbetrieb jedoch unabhängig 
von der Sicherheit einer Anwendung funktionieren, wird oftmals nach der Einführung 
einer solchen digitalen Anwendung bzw. Lösung nicht nachgebessert. In Folge können 
gefährdete Systeme großflächig Einsatz finden. Diese können in erheblichen 
Schadenslagen auch großflächige Störungen in Wirtschafts- und Verwaltungsabläufen mit 
sich bringen. 

Durch die globale COVID-19-Pandemie und das Hochwasser in West- und Mitteleuropa 
im Sommer 2021 hat unter anderem Deutschland in jüngster Vergangenheit zwei 
schwerwiegende Krisenszenarien erlebt. Dabei waren die Auswirkungen auf die 
Gesellschaft und Wirtschaft verheerend. Die Konsequenzen dieser Krisenszenarien haben 
sich dabei konkret auf die lokale und regionale Bevölkerung und Wirtschaft ausgewirkt. 
In dieser Krisenzeit wurde zunehmend deutlich, dass die Thematik der Resilienz analoger 
sowie digitaler Prozesse in Gesellschaft und Politik an Bedeutung gewinnt. 

Das Konzept des Resilient Smart Farming (RSF) [Re18], welches im Innovationsprojekt 
GeoBox-I und GeoBox-II durch das Bundesministerium für Ernährung und 
Landwirtschaft (BMEL) gefördert wird, ist auf eine nachhaltige, umweltgerechte und 
resiliente digitale Landwirtschaft ausgerichtet. Durch die Einbindung von 
landwirtschaftlich relevanten öffentlichen georeferenzierten Daten und 
Fachinformationen wie z. B. Wetterdaten, Schaderregerauftreten oder Gewässerabstände 
können die digitalen Anwendungen als Entscheidungshilfe einen wichtigen Beitrag zur 
umweltgerechten Landwirtschaft leisten. Durch die Umsetzung in Form eines dezentralen 
Informationssystems mit Anspruch an Krisentauglichkeit soll die betriebliche Resilienz 
gestärkt werden. Der Wirtschaftsökonom Brunnermeier geht in seinem Buch „Die 
resiliente Gesellschaft“ 2021 davon aus, dass es immer wieder Krisen geben wird [Br21]. 
Daher ist es wichtig, sowohl die Gesellschaft als auch einzelne Sektoren resilienter zu 
machen und auf Krisenszenarien vorzubereiten. Die vorliegende Arbeit analysiert, 
inwieweit das Konzept des RSF sowie die technologische Umsetzung in konkreten 
Gefährdungslagen die landwirtschaftliche Produktion gesichert hätten, oder einen 
wichtigen Beitrag für den zivilen Schutz durch die Verwendung landwirtschaftlicher 
Infrastruktur geschaffen hätten. 

2 Hintergrund – resiliente Technologie für die Landwirtschaft 

Der Markt für digitale Anwendungen im Precision Farming sowie Smart Farming ist 
mittlerweile sehr umfassend. Die digitalen Anwendungen bieten vielfältige Chancen für 
die landwirtschaftliche Produktion und leisten einen wichtigen ökonomischen und 
ökologischen Beitrag durch betriebsindividuelle Entscheidungshilfen. Die derzeit auf dem 
Markt verfügbaren Dienstleistungen und Produkte sind dabei vordergründig durch die 
Funktionsweise des Cloud-Computings geprägt. Das bedeutet, dass Daten nicht mehr vor 
Ort gespeichert werden, sondern auf zentralen Servern in Rechenzentren ausgelagert 
werden. In der landwirtschaftlichen Praxis werden internetabhängige, u. a. vor allem 
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hochleistungsbasierte Anwendungen nicht selten durch unzureichende Bandbreiten und 
hohe Latenzzeiten eingeschränkt.  

Eine Alternative zu zentralisierten Ansätzen in Form von Cloud-Computing ist, zumindest 
für gewisse Anwendungen ein eigenes dezentrales Netzwerk zu errichten und die 
Anwendungen mit einem „Offline-First“-Ansatz zu entwickeln. Bei einem solchen 
„Offline-First“-Ansatz geht es darum, dass Programme grundsätzlich ohne 
Internetanbindung nutzbar sind [RSE19]. Diese Idee setzen wir mit technologischen 
Konzepten um, die wir unter dem Begriff Resilient Smart Farming (RSF) sammeln. Die 
technologische Umsetzung des RSF ist zwischen Edge Computing [Sh16] und Fog 
Computing [Hu17] einzuordnen. Die Datenhoheit von landwirtschaftlichen Betriebsdaten 
spielt entsprechend bei der Akzeptanz digitaler Anwendungen eine wichtige Rolle. Durch 
das GeoBox-Projekt wird anhand des Resilient Edge Computing (REC) [Eb21] eine 
dezentrale Datenhaltung konzipiert und getestet, die wichtige Erkenntnisse zur resilienten, 
betrieblichen und lokalen Datenhaltung beinhaltet. Diese Testumgebung wird gemeinsam 
mit dem Projektvorhaben EF-Südwest auf der Open Data Farm Hofgut Neumühle 
aufgebaut. Die hierbei entstehende HofBox dient als lokaler Mini-Server mit Einsatz 
direkt im Betrieb, um Datenbanken vorzuhalten und auch IoT-Geräte anzubinden. 
Weiterhin kann die HofBox selbst auch Anwendungen bereitstellen, die beispielsweise 
per Browser aufrufbar sind. Weitere Konzepte aus dem RSF-Umfeld sind die Nutzung 
von LPWAN-Technologien für den Aufbau resilienter, drahtloser Datenkanäle, die in 
Notfällen eine infrastrukturlose Kommunikation unterstützen. Mit einem ähnlichen 
Ansatz können dabei auch Geräte drahtlos angebunden werden, die von sich aus keine 
LPWAN-Anbindung mitbringen [Ku21]. Grundgedanke im Umfeld des RSF ist stets, 
einen hohen Anteil an Autarkie der notwendigen Infrastruktur zu erreichen – sowohl 
software- als auch hardwareseitig – was neben dem Resilienzgedanken auch positive 
Effekte bzgl. Datenhoheit und Privatsphäre mit sich bringt. Durch diese Technologien zur 
Dezentralisierung und Absicherung von internetbasierten Anwendungen wird die 
Datenhaltung zurück in die Betriebe verlagert und sichert somit die initiale Datenhoheit 
den Landwirten zu. 

Abb. 1: Ausfall zentraler Dienste in der Hierarchie führt nicht zum Totalausfall des Systems 
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Im folgenden Kapitel wird eine Auswahl an Ereignissen dargestellt, um die Tauglichkeit 
der RSF-Entwicklungen theoretisch zu eruieren. Die Abbildung 1 zeigt schematisch den 
Aufbau des REC im landwirtschaftlichen Kontext mit einem zentralen Landesserver, einer 
regionalen Landkreisinstanz und die betrieblichen HofBoxen mit unterschiedlichen IoT-
Sensoren. Ein Ausfall zentraler Dienste, z. B. Landesserver und die darunter liegenden 
Landkreisserver, führen bei einem Krisenereignis (z. B. Internetausfall) nicht zum Ausfall 
der betrieblichen HofBoxen.  

3 Schadensereignisse in jüngster Vergangenheit 

Eine systematische Recherche von Vorfällen in domänenspezifischen 
Nachrichtenportalen (agrarheute.com, topagrar.com, lz-rheinland.de) mit Stichworten 
(u. a. Hackerangriff, Defekte, Störungen, Stromausfall, Internetausfall, Ausfall, Hacker, 
Angriff, Cyber) hat zu einer Liste von Ausfällen einzelner Betriebe in der DACH-Region 
(Schwerpunkt Deutschland) geführt. Zum Zeitpunkt der Analyse im Jahr 2021 gab es 
sieben größere Vorfälle3, teils mit bezifferten erheblichen finanziellen Schäden im sechs- 
oder siebenstelligen Euro-Bereich.  

Zwei der sieben Fälle können dabei eindeutig dem Bereich Cyberattacke zugeordnet 
werden. In beiden Fällen wurden dabei gezielt Großbetriebe attackiert und als Folge die 
Unternehmens-IT lahmgelegt. Da in den Berichten von „Lösegeld für die 
Wiederherstellung der Daten“ berichtet wird, handelte es sich vermutlich um Attacken auf 
Basis von Ransomware, bei denen Daten verschlüsselt werden. Für die 
Wiederherstellungsschlüssel wird i.d.R. ein Lösegeld gefordert. In der Vergangenheit ist 
eine Zunahme solcher Störungen in vielen Sektoren verstärkt zu beobachten. Ein 
Schadensereignis ist laut Nachrichtenportal auf einen technischen Defekt zurückzuführen, 
bei dem große Mengen Milch in ein Abwasserwerk flossen. Dabei wurde eine 
Verunreinigung eines benachbarten Flusses gefürchtet. Vier weitere Fälle beschreiben 
Brände in großen Ställen, wobei in zwei Fällen direkt technisches Versagen festgestellt 
wurde, bei zwei weiteren Fällen konnte allerdings keine direkte Brandursache erkannt 
werden. Die recherchierten Schadensereignisse von landwirtschaftlichen Betrieben sind 
statistisch nicht signifikant, sie verdeutlichen jedoch, dass der Ausfall von (Informations-
)Technik zu erheblichen ökonomischen Verlusten sowie Tierleid führen kann.  
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4 Nutzung von RSF-Technologie 

Obwohl der grundlegende Fokus der RSF-Thematik in der Stärkung der Resilienz liegt, 
könnten die angesprochenen technischen Lösungen einen wichtigen Beitrag in einzelnen 
Betrieben vor den Auswirkungen technischer Defekte oder Cyberangriffen leisten: 

(a) Redundante Datenhaltung: Bei der Hauptapplikation wird die Datenhaltung sowohl 
auf Client (Smartphone, Tablet, oder Computer), als auch Server (HofBox) vorgehalten, 
sofern es der Speicher ermöglicht. Durch die Redundanz der Daten führt ein technischer 
Defekt eines einzelnen Gerätes nicht zu einem vollständigen Datenverlust – unabhängig 
von der Realisierung ordentlicher Backups, die in der Praxis leider zu selten anzutreffen 
sind. 

(b) Autarke Lauffähigkeit durch „Offline-First“-Ansatz: Sind global angebundene Server 
nicht erreichbar, sei es durch eine größere Attacke4, einen Brand eines Rechenzentrums5 
oder menschliches Versagen6, brechen auch die darauf angewiesenen Dienste zusammen. 
Die naheliegende Lösung sollte deshalb sein, bei kritischen bzw. krisenrelevanten 
Anwendungen nach Möglichkeit auf eine Internetabhängigkeit zu verzichten. Bei 
„Offline-First“-Anwendungen wird deshalb die Abhängigkeit reduziert, indem bereits bei 
der Entwicklung sichergestellt wird, dass die Funktionen so gut wie möglich auch offline, 
d. h. ohne Internetzugang, funktionieren. Dennoch können diese Anwendungen im 
„Normalbetrieb“ von einer funktionierenden Internetverbindung profitieren. 

(c) Datenhaltung des Farm Managements auf dedizierter Hardware: Die Separierung der 
betrieblichen Datenhaltung von den Endgeräten macht das System weniger anfällig für 
häufige Angriffsmuster. Beispielsweise Schadcode, der per Mail-Anhang auf einem 
Endgerät Einzug erhält, ist somit bereits separiert von der Hardware mit den Daten für das 
Farm Management. Ebenso macht es die Spezialisierung der Hardware-Software-
Kombination unwahrscheinlicher, zu den Zielen breitflächiger Angriffe zu gehören, durch 
den Verzicht auf breitflächig eingesetzte Software (z. B. Microsoft Windows), welche 
i.d.R. als Einfallstor solcher Attacken dient. 

(d) Integration einer IoT-Plattform zur einfachen Anbindung von Sensorik und Aktorik: 
Aktuell ist der Einsatz und Aufbau von betrieblichen IoT-Umgebungen aufwändig und 
mit viel Recherche verbunden. Durch die Integration einer IoT-Plattform in die HofBox 
soll die Hemmschwelle für den Einsatz von IoT-Sensorik gesenkt werden, um 
beispielsweise schneller über kritische Zustände (Temperatur, Klimatisierung und 
Belüftung) in Ställen informiert zu werden. 

                                                         

4  https://www.heise.de/news/Cyberangriff-auf-Anhalt-Bitterfeld-Landkreis-zeigt-sich-weiterhin-unerpressbar-
6160917.html 

5  https://www.faz.net/aktuell/wirtschaft/digitec/brand-bei-cloud-betreiber-millionen-von-webseiten-betroffen-
17238989.html 

6  https://www.zdf.de/nachrichten/digitales/facebook-ausfall-dns-konfigurationsfehler-100.html 
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5 Abschluss und Ausblick 

Im Hinblick auf die steigende Anzahl an Gefährdungen durch Naturereignisse und 
Cyberkriminalität müssen Schwachstellen verringert werden. Dies spricht für die 
Entwicklung resilienter Systeme. Ein Versuchsaufbau auf der Open-Data-Farm Neumühle 
zeigt bereits, dass das technologische Zusammenspiel aus „Open Horizon“ als 
Management-Framework (Cloud) für die Verwaltung und containerisierten Anwendungen 
auf der betrieblichen HofBox-Ebene (Edge-Device) funktioniert. Es können hierbei die 
HofBoxen mit aktuellen Softwarepaketen provisioniert und anschließend autark betrieben 
werden, auch wenn Teile der Infrastruktur vom Internet abgeschnitten sind. In Zukunft 
wird weiterhin analysiert, ob die im Krisenfall notwendigen Datenpakete auch über eine 
Notfallkommunikation z. B. durch LPWAN-Technologie (z. B. LoRa) kommuniziert 
werden können. Dafür steht die in den Projekten GeoBox-I/II und EF-Südwest aufgebaute 
digitale Infrastruktur auf der Open-Data-Farm Neumühle zur Verfügung und ermöglicht 
in den kommenden Monaten weitere Tests hinsichtlich resilienter digitaler Infrastruktur. 
Sowohl die großen Krisenereignisse in den letzten Monaten als auch die vielen kleineren, 
aber dennoch existenzgefährdenden Schäden haben dazu geführt, dass die Sensibilität für 
das Thema Resilienz in vielfältiger Weise gestiegen ist. Nach heutigem Stand und einer 
ersten Bewertung gehen wir davon aus, dass die Aufmerksamkeit innerhalb der 
Landwirtschaft, Wirtschaft, Gesellschaft und Politik zu Resilienz und Resilient Smart 
Farming in den nächsten Jahren steigen wird. 
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Einfluss der Samplingrate von Outdoor-Tracking-Systemen 
für Milchkühe auf abgeleitete Bewegungsparameter 

Christiane Engels1 und Wolfgang Büscher1 

Abstract: Um den Einsatz von Outdoor-Tracking-Systemen zur Gesundheitsüberwachung auf der 
Weide zu testen, wurde in dieser Studie der Einfluss der Samplingrate, also der Häufigkeit der 
Positionsbestimmung, auf die Ableitung von Bewegungsparametern untersucht. Dabei wurden die 
GPS-Positionsdaten von fünf trockenstehenden Milchkühen über 21 Tage mit einer Frequenz von 
1 Hz erfasst und daraus die zurückgelegte Wegstrecke und die Raumnutzung für verschiedene 
Samplingraten berechnet und ausgewertet. Ein Intervall von 1 min stellte sich dabei als notwendig 
heraus, um Bewegungsparameter in ausreichender Präzision abzuleiten. Für eine praxistaugliche 
Akkulaufzeit muss daher mit den derzeit verfügbaren Trackingsystemen ein Kompromiss 
hinsichtlich des Genauigkeitsverlusts eingegangen werden. 

Keywords: Trackingsysteme, GNSS, Precision Dairy Farming 

1 Einleitung 

Im Zuge der Digitalisierung der Landwirtschaft hin zur Landwirtschaft 4.0 nimmt der 
Einsatz von Trackingsystemen zur digitalen Tierbeobachtung in der Rinderhaltung stetig 
zu. Diese Systeme finden hauptsächlich im Indoor-Bereich Anwendung, um Milchkühe 
im Stall zu lokalisieren und aus deren Bewegungsaktivität Rückschlüsse auf Brunst- oder 
Gesundheitsereignisse zu ziehen. Im Outdoor-Bereich steht das Auffinden der Tiere, z. B. 
in der extensiven Weidehaltung im Gebirge, im Vordergrund. Durch die vermehrten 
Forderungen von Verbrauchern nach weidebasierten Haltungssystemen erscheint es 
sinnvoll, Outdoor-Trackingsysteme auch in Haltungssystemen mit Weidegang zum 
Gesundheitsmonitoring einzusetzen. Denn Steigerungen der tierindividuellen Aktivität 
können auch hier auf eine Brunst und Rückgänge beispielsweise auf eine Lahmheit 
hindeuten. 

Im Outdoor-Bereich ist die Positionsbestimmung mittels Navigationssatelliten (z. B. GPS) 
Standard. Dieses Verfahren ist sehr energieintensiv, sodass ein Zielkonflikt zwischen einer 
hohen Samplingrate und einer praxistauglichen Akkulaufzeit besteht. Zusätzlich stellt die 
Datenübertragung im Outdoor-Bereich eine Herausforderung dar, deren Häufigkeit sich 
ebenfalls auf die Akkulaufzeit auswirkt. 

Grundsätzlich lassen genauere Daten in höherer zeitlicher Auflösung bessere abgeleitete 
Ergebnisse zu. Milchkühe bewegen sich auf der Weide jedoch mit einer mäßigen 
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Geschwindigkeit von ca. 0,8-1,2 m/s und verbringen bis zu 12 h mit Ruhen. Somit stellt 
sich die Frage nach einer geeigneten Samplingrate, um Bewegungsparameter mit hoher 
Präzision abzuleiten und gleichzeitig eine möglichst lange Akkulaufzeit zu erreichen. 
McGavin et al. haben in ihren Studien ein Samplingintervall von 5-10 s als optimal zur 
Berechnung der zurückgelegten Wegstrecke bei der verwendeten GPS-Sensorik 
festgestellt [Mc18]. Dieses Intervall liegt weit unter den Samplingintervallen von 15, 30 
oder 60 min, die bei kommerziellen Systemen üblicherweise voreingestellt sind. In den 
laufenden Untersuchungen soll daher u. a. geklärt werden, ob kommerzielle Outdoor-
Trackingsysteme geeignet sind, Bewegungsparameter für eine Auswertung im Sinne der 
Gesundheitsüberwachung zu erfassen. 

2 Material und Methode 

2.1 Versuchsdurchführung 

Für diese Studie wurden die GPS-Positionsdaten von fünf trockenstehenden Milchkühen 
der Rasse Deutsche Holstein auf dem Campus Frankenforst der Universität Bonn in 
Königswinter-Vinxel erhoben. Der Versuch erfolgte über einen Zeitraum von 21 Tagen 
im August und September 2021. Der Kleingruppe (tragende Jungrinder und 
Trockensteher, max. 19 Tiere) wurde zunächst eine eingezäunte Weidefläche von 1,1 ha 
zur Verfügung gestellt. An Tag 7 wurde diese Fläche um 0,3 ha erweitert und eine 
Futterraufe mit Heusilageballen aufgestellt. An Tag 16 erfolgte ein Umtrieb auf eine 
angrenzende, frische Weidefläche von 0,8 ha (ohne zusätzliche Futterraufe). An Tag 21 
endete der Versuch mit der Aufstallung von drei Versuchstieren in den Liegeboxen-
laufstall, in welchem die Tiere während der Laktation gehalten werden. 

Zur Aufzeichnung der Positionsdaten wurden Outdoor-Smartphones K10000 der Firma 
Oukitel verwendet, welche in einer Schutzhülle am Halsband der Tiere befestigt waren. 
Die Daten wurden mittels der App „GPS Logger“ (BasicAirData) mit einer Frequenz von 
1 Hz aufgezeichnet. An vier Versuchstagen wurden die Smartphones für 2:30 – 4:45 h 
vom Halsband abgenommen, um eine Datensicherung vorzunehmen und die Akkus 
nachzuladen, während sich die Tiere in einer Separationsbox am Liegeboxenlaufstall 
befanden. Die auswertbare Versuchsdauer betrug somit 460 h. Die Smartphones wurden 
im Vorfeld getestet und zeigten stabile Positionsdaten (‚zurückgelegte Strecke‘ von 0-
14 m bei statischer Platzierung über 90 min). Während des Versuchs betrug die mittlere 
GPS-Satellitenanzahl 9,0 ± 0,2. 

2.2 Datenauswertung 

Für verschiedene Samplingraten (1 s, 5 s, 10 s, 30 s, 1 min, 5 min, 10 min, 30 min und 
60 min) wurden Bewegungsparameter aus den GPS-Positionsdaten berechnet. Dabei 
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wurden verschiedene Offsets für die Samplingraten berücksichtigt. Für jedes Tier wurde 
die täglich und stündlich zurückgelegte Wegstrecke als akkumulierte lineare Distanz 
zwischen den (gefilterten) Datenpunkten berechnet. Zur Auswertung der Raumnutzung 
wurde die Versuchsfläche in gleichmäßige, quadratische Rasterzellen unterteilt und auf 
täglicher und stündlicher Basis für jedes Tier die Anzahl der betretenen Rasterzellen 
bestimmt. Zusätzlich wurden die Rasterzellen mit der längsten Verweildauer und die 5, 
10, 25, 50, 75, 90 und 95 % Quantile berechnet. Insgesamt wurden sechs unterschiedliche 
Kantenlängen (1 m, 2 m, 3 m, 5 m, 10 m und 20 m) getestet. Die Berechnung ist an die 
Vorgehensweise von [Vá18] zur Ableitung von Raumnutzungsparametern für ein Indoor-
Tracking-System angelehnt. 

Zum Vergleich der Samplingraten wurden Varianzanalysen (ANOVA) mit paarweisen 
Post-hoc-Tukey-Tests durchgeführt. Die Berechnung der Parameter sowie die statistische 
Auswertung erfolgten in Python. 

3 Ergebnisse 

Im Mittel haben die Versuchstiere eine tägliche Strecke von 2,9-5,7 km zurückgelegt. 
Dabei ist festzustellen, dass sich die ermittelte Position pro Tier nur in 3,2-6,1 % der 
Positionsbestimmungen in den Rohdaten (Samplingrate 1 s) gegenüber der vorigen 
Position verändert. Mit steigender Samplingrate steigt dieser Anteil von 4,9 ± 1,1 % bei 
1 s auf 9,5 ± 2,0 % bei 10 s und 26,0 ± 4,8 % bei 1 min, bis zu 95,1 ± 2,1 % bei 60 min. 

Durch das Filtern werden neben den Datenpunkten ohne Positionsveränderung auch 
zunehmend Datenpunkte mit Positionsveränderung herausgefiltert. So hat die Sampling-
rate – wie erwartet – einen Einfluss auf die berechnete zurückgelegte Wegstrecke. Schon 
bei einer Samplingrate von 5 s wird die täglich zurückgelegte Wegstrecke gegenüber der 
1-s-Strecke signifikant um 7,5 % unterschätzt. Bei 5 min sind dies bereits 34,4 % und 
79,0 % bei einer Samplingrate von 60 min. 

Wie in Abbildung 1 beispielhaft für ein Tier dargestellt, ändert sich der relative Verlauf 
der täglich zurückgelegten Wegstrecke jedoch erst ab einer Samplingrate von 1 min 
signifikant gegenüber der 1-s-Strecke. Tabelle 1 fasst die relativen Fehler der absoluten 
und relativen täglich zurückgelegten Wegstrecke zusammen. Der Offset hat dabei keinen 
Einfluss auf die Berechnung der zurückgelegten Wegstrecke: Bei einer Samplingrate von 
1 min beträgt der Einfluss zwischen 0,1-0,3 %, bei einer Samplingrate von 10 min 
zwischen 0,4-0,9 %. 

Für die Raumnutzungsparameter ergeben sich ähnliche Resultate. Mit zunehmender 
Samplingrate sinkt die Anzahl der täglich betretenen Rasterzellen. Abbildung 2 zeigt die 
Anzahl täglich betretener Rasterzellen über alle Versuchstiere und -tage hinweg für die 
verschiedenen Samplingraten bei einer Kantenlänge von 5 m. Dabei wird die genutzte 
Fläche um 10,1-94,7 % unterschätzt. Bei den Quantilen hingegen wird der relative Fehler 
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für das 50, 75, 90 und 95 % Quantil bei einer Kantenlänge von 5 m erst ab einer 
Samplingrate von 5 min signifikant. Für 1 min liegt der relative Fehler bei 0,6-3,0 %. 

 
Abb. 1: Verlauf der relativen täglich zurückgelegten Wegstrecke eines Tieres über den 

Versuchszeitraum berechnet für die verschiedenen Samplingraten 

 

Samplingrate Absolute Wegstrecke Relative Wegstrecke 

5 s 7,5 % 1,1 % ab 

10 s 10,3 % 1,6 % ab 

30 s 14,9 % 3,0 % ab 

1 min 19,1 % 4,7 % b  

5 min 34,4 % 10,1 % c  

10 min 44,6 % 12,6 % c  

30 min 66,8 % 18,0 % d  

60 min 79,0 % 21,3 % d  

Tab. 1: Relativer Fehler der absoluten und relativen täglich zurückgelegten Wegstrecke 
für die verschiedenen Samplingraten. Die Buchstaben markieren 

signifikante Unterschiede bzgl. der 1-s-Strecke (a), p < 0,001 
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Abb. 2: Anzahl der täglich betretenen 5 m × 5 m Rasterzellen in den verschiedenen Samplingraten 

Die Rasterzellen mit der jeweils längsten Verweildauer sind für alle Samplingraten (mit 
Ausnahmen bei 10-60 min) identisch, da sich die Tiere dort sowohl in der stündlichen als 
auch in der täglichen Auswertung mit durchschnittlich 27 min bzw. 2,5 h im Verhältnis 
zur Samplingrate ausreichend lange aufgehalten haben. 

Der Offset hat einen geringen Einfluss auf die Raumnutzungsparameter (0,4 % bei 10 s, 
1,2 % bei 1 min und 4,4 % bei 10 min). 

4 Diskussion  

Brunst- und Gesundheitsereignisse werden üblicherweise aus Veränderungen des 
tierindividuellen „Normalverhaltens“ abgeleitet. So ist es ausreichend, mit der relativen 
zurückgelegten Wegstrecke die Tendenz des Bewegungsverhaltens zu erkennen. Erst ab 
einer Samplingrate von 1 min wird der Fehler dort signifikant und auch die relativen 
Fehler von 10,1 bzw. 12,6 % für Samplingraten von 5 bzw. 10 min sind vergleichsweise 
klein, sodass auch Systeme mit einer geringeren Anzahl an Positionsbestimmungen 
genutzt werden können, um Veränderungen im Bewegungsverhalten hinsichtlich der 
zurückgelegten Wegstrecke zu detektieren. Für die Raumnutzung ist ein Samplingintervall 
von 1 min notwendig, um die Quantile für ausreichend große Rasterzellen ohne 
signifikanten Fehler abzuleiten. 

Mit Samplingraten von 30-60 min ist keine stündliche Auswertung des Bewegungs-
verhaltens möglich. Diese wäre aber wünschenswert für ein frühzeitiges Erkennen von 
möglichen Gesundheitsstörungen, um rechtzeitig mit einer Behandlung zu beginnen. 

Die in der Studie als Referenz verwendete 1-s-Strecke gibt aufgrund der Ungenauigkeit 
des GPS nicht die tatsächlichen Positionen der Milchkühe wieder. Für den Zweck der 
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Studie wurde sie als hinreichend genau erachtet. Für Trackingsysteme mit großen 
Samplingintervallen kann beispielsweise durch die Verwendung eines Ruhezustands ein 
zusätzlicher Fehler entstehen. Geht ein GPS-Gerät zwischen zwei Positionsbestimmungen 
in den Ruhezustand, muss anschließend der Satellitenempfang neu aufgenommen werden, 
was die Genauigkeit der ermittelten Position beeinträchtigen kann. 

5 Fazit und Ausblick 

Samplingraten von 1 s-1 min sind mit resultierenden Akkulaufzeiten von unter einer 
Woche in der Praxis derzeit nicht umsetzbar. Ein vielversprechender Ansatz ist die 
Verknüpfung mit Beschleunigungssensoren. Nur bei einer Bewegung des Tieres wird eine 
neue Position ermittelt und gesendet. Dies hätte die Anzahl der Positionsbestimmungen in 
der durchgeführten Studie ohne Informationsverlust im Mittel um den Faktor 20 reduziert. 
Zusätzlich können die Daten des Beschleunigungssensors dazu genutzt werden, zwischen 
verschiedenen Verhaltensweisen (Liegen vs. Stehen bei gleicher Position) genauer zu 
differenzieren und diese in die Auswertung miteinzubeziehen (vgl. [Ri20]). 

Zudem sind auch die Entwicklungen von besonders energieeffizienten GNSS-Geräten und 
Datenübertragungsverfahren wie LoRa interessant, um die angestrebten Samplingraten in 
praxistauglichen Sensoren zu ermöglichen. 
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Route-planning in output-material-flow arable farming 
operations aiming for soil protection 

Santiago Focke Martinez1 and Joachim Hertzberg 1,2 

Abstract: This paper presents two approaches for route planning in output-material-flow arable 
farming: one for time optimization and one for soil protection. The two approaches were used to 
plan the routes of one harvester and one transport vehicle performing a harvesting operation in a test 
field, and were compared by analyzing the operation duration, travel distance, and area driven over 
by the machines. The results show the benefits and drawbacks of planning the machine routes using 
the proposed method for soil protection: the plans can reduce the impact of driving over the soil, but 
it can result in higher operation durations and traveled distances. 

Keywords: route planning, precision farming, smart farming 

1 Introduction 

In the last years, technologies and methods have been developed aiming to improve the 
efficiency of arable farming processes, addressing topics such as operational costs, energy 
consumption, traffic intensity in the field, and soil compaction. This tendency has been 
driven by the introduction of more advanced, and at times heavier and larger, machinery 
in the field. One of the focus research topics is route planning, which aims to generate 
suitable driving paths for the machines following some target optimization criteria and the 
specific requirements and characteristics of the farming operations [Mo20; Ed17; NZ20]. 
Current research includes operations involving input-, output-, and neutral-flow 
operations, with both capacitated and non-capacitated machines.  

This paper presents two of the approaches for path-search optimization used in the route 
planning tool presented in [Fo21], namely operation-time optimization and soil protection. 
This tool was developed to process the field geometries, generate the paths that the primary 
machines working the field need to follow to cover the complete area, and plan the transit 
of primary and service machines (in the spatio-temporal domain) following a specified 
optimization criterion while considering the capacity constraints of the operations. This 
paper presents a short overview of the route planning tool, followed by the details of the 
two proposed optimization approaches. Next, exemplary results and comparisons between 
the two approaches are shown. Finally, limitations, and conclusions are presented. 
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2 Methods 

The tool used for the overall planning process was previously presented in [Fo21]. Given 
a field, a working group of machines, and some operation and planning parameters, this 
tool generates the field geometries and machine routes for a target output-material-flow 
operation (e.g., harvesting). Two types of machines are considered: a primary machine 
(PM), which is the one performing the main work in the field (e.g., harvester); and service 
units (SU), which cooperate with the primary machine in the process (e.g., transport 
vehicles). The service units are introduced in the operation when the PM has no capacity, 
hence the need for these units to transport the biomass. Initially, the field geometries are 
generated, which include the boundaries between the (surrounding) headland of the field 
and the inner-field (main) region, as well as the headland and inner-field tracks to be 
followed by the PM to cover the field’s working area (Fig. 1(a)). Based on these 
boundaries and tracks, the so-called base route of the PM is computed, which represents 
the route that the PM would follow to cover the field without considering the capacity 
constraints or unloading activities. The base route holds information about the amount of 
biomass to be extracted from the field and the initial timestamps of when an area will be 
worked. Next, a graph is constructed based on the field geometries (incl. boundaries, 
tracks, and access points), the base route, and the locations of the facilities where the 
biomass can be unloaded (Fig. 1(b)). Finally, the process routes are computed. For this 
final step, the process is divided into sub-processes, derived from the working windows 
of the capacitated machines. These working windows are computed based on the capacity 
constraints of the machines and the amount of biomass in the field, and each one comprises 
three route segments: 1) driving while working the field until the machine’s capacity is 
reached (e.g., harvesting an area and, in the case of the SUs, overloading the biomass from 
the PM to the SU); 2) driving to an unloading facility to deposit the biomass; and 3) driving 
to the next working/overloading point (if needed). The first route segment of the window 
(referred to as working segment) will be dictated by the corresponding segment of the base 
route, whereas the planning of the second and third segments (referred to as transit 
segments) is done using an A* search on the generated graph based on the edge-cost 
definitions given by the desired optimization criterion, while ensuring that the machines 
will not drive over unworked areas. 

 
Fig. 1: (a) Test field: headland and inner-field regions with their respective tracks;                               

(b) Graph; (c) Soil-cost gridmap CM1; (d) Soil-cost gridmap CM2 
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This paper presents two different approaches for the definitions of the edge-costs used in 
the planning of the transit route segments: one aims to minimize the overall operation 
time; the other one aims to protect the soil during transit. The edge cost (EC) for operation-
time optimization (TOPT) is given by 

𝐸𝐸𝐸𝐸 = 𝑡𝑡𝑑𝑑 + 𝐾𝐾𝑤𝑤𝑤𝑤 ∙ 𝑡𝑡𝑤𝑤 + 𝑃𝑃 + 𝐾𝐾𝑑𝑑 ∙ 𝑑𝑑 , (1) 

where 𝑡𝑡𝑑𝑑 is the time spent driving over the edge (in seconds), 𝑡𝑡𝑤𝑤 is the time the machine 
must wait to drive over the edge (in seconds), 𝐾𝐾𝑤𝑤𝑤𝑤 is the waiting time coefficient, d is the 
distance travelled in the edge (in meters), 𝐾𝐾𝑑𝑑 = 0.001 is the distance coefficient, and 

𝑃𝑃 = �
0 ; Nomal edge                             

𝐾𝐾𝑇𝑇𝑇𝑇 ∙ 𝑡𝑡𝑑𝑑 ; Edge crossing tracks            
𝐾𝐾𝐵𝐵𝐵𝐵  ∙ 𝑡𝑡𝑑𝑑 ; Edge in the field boundary

 , (2) 

is the penalty cost for driving over special edges, where 𝐾𝐾𝑇𝑇𝑇𝑇 is the penalty coefficient for 
edges that connect vertices belonging to different tracks, and 𝐾𝐾𝐵𝐵𝐵𝐵 is the penalty coefficient 
for edges located in the field’s boundary. Both penalty coefficients can be set by the user 
depending on the operation preferences. For instance, 𝐾𝐾𝑇𝑇𝑇𝑇 can be set based on whether it 
is preferred that the machines drive to the goal without changing tracks inside the field or 
not. Likewise, 𝐾𝐾𝑤𝑤𝑤𝑤 can be set depending on whether the time a machine is stationary and 
waiting for an area to become available should be considered in the cost or not. 

The edge cost for soil protection (SOPT) is defined based on two main criteria: 1) reduce 
the amount of mass that drives over the edge throughout the operation; and 2) reduce 
transit over edges with high soil-cost. The edge cost is given by 

𝐸𝐸𝐸𝐸 = �𝐾𝐾𝑝𝑝 ∙ �𝑑𝑑 ∙ 𝑚𝑚𝛴𝛴 ∙ (𝐾𝐾𝑏𝑏 + 𝐾𝐾𝑠𝑠 ∙ 𝑐𝑐𝑠𝑠2 + 𝐾𝐾𝑡𝑡 ∙ 𝑡𝑡/𝑑𝑑)� ; inside the field  
0.1 ∙ (𝑑𝑑 + 𝑡𝑡) ; outside the field

 , (3) 

where 𝑡𝑡 = 𝑡𝑡𝑑𝑑 + 𝐾𝐾𝑤𝑤𝑤𝑤 ∙ 𝑡𝑡𝑤𝑤 is the time spent in the edge (in seconds), 0 ≤ 𝑐𝑐𝑠𝑠 ≤ 1 is the soil-
cost value for the area driven under the edge, 𝐾𝐾𝑏𝑏,𝐾𝐾𝑠𝑠, and 𝐾𝐾𝑡𝑡 are the bias-, soil-cost-, and 
time- coefficients, respectively,  

𝐾𝐾𝑝𝑝 = �
1 ; Nomal edge                             

1 + 𝐾𝐾𝑇𝑇𝑇𝑇 ; Edge crossing tracks            
1 + 𝐾𝐾𝐵𝐵𝐵𝐵 ; Edge in the field boundary

 , (4) 

is the penalty factor for driving over special edges, and  

𝑚𝑚𝛴𝛴 = 𝑚𝑚 + 𝐾𝐾𝑤𝑤 ∙ ∑𝑚𝑚𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝 , (5) 

where m is the mass (in kg) of the machine planning to drive over the edge, ∑𝑚𝑚𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝 is the 
sum of the masses (in kg) of the machines planned to drive over the edge at an earlier time 
(i.e., corresponding to previously planned route segments), and 𝐾𝐾𝑤𝑤 is the coefficient of the 
sum of previous masses. The soil-cost value 𝑐𝑐𝑠𝑠 is obtained from a soil-cost grid-map 
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4 Conclusions  

This paper presented two of the approaches for path-search optimization used in the 
planning tool from [Fo21]: one to optimize the operation duration and the other one to 
improve the soil protection. The two approaches were compared by analyzing the duration, 
travel distance, and area driven over for the planned operations. Although the presented 
assessment method has limitations, it exhibits the benefits and drawbacks of planning the 
machine routes based on the criteria used to define the edge-costs aiming for soil 
protection (SOPT). The results suggest that it is possible to reduce the impact of driving on 
the soil using the proposed method for soil protection. However, depending on the specific 
state of the soil and the geometries of the field, planning the routes with this method could 
significantly increase the process duration and travel distance of the machines, which 
results in higher utilization of resources (machinery, fuel, etc.). A way to mitigate this 
drawback is to improve the potential for alternative paths (as possible), for instance, by 
increasing the number of field access points. Moreover, the route planning process can be 
enhanced to improve the results. For instance, a track-sequence planner that considers the 
optimization targets can be incorporated in the process. In the case of soil protection, 
leaving the tracks that overlap with higher soil-cost areas to be worked towards the end of 
the operation would improve the drivability in the field in the early stages of the operation. 
Moreover, selecting a proper cost definition is a challenging task; different criteria for soil 
protection would result in different cost definitions and/or coefficient values. Finally, an 
extended assessment that considers the real driving following the planned paths, the 
kinematics of the wheels and corresponding wheel load on the ground, and that 
incorporates more complex transit and soil-impact models should be carried out. 

The SOILAssist project is funded by the Federal Ministry of Education and Research 
(BMBF) within the framework of the BonaRes-initiative (grant no. 031B0684B). The 
DFKI Niedersachsen Lab (DFKI NI) is sponsored by the Ministry of Science and Culture 
of Lower Saxony and the VolkswagenStiftung. 
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Marken im korrekten Winkel zur Deckenkamera ausgerichtet sind, dann jedoch 
problemlos. 

 

Abb. 1: Data-Matrix-Ohrmarken in günstigem Winkel zur Kamera 

5 Ergebnisse und Diskussion 

Mithilfe von objekterkennenden Algorithmen sowie speziellen Ohrmarken, die mit 
unterschiedlichen Codes bedruckt sind, können die verschiedenen Tiere einer Bucht 
lokalisiert und stellenweise identifiziert werden. Herkömmliche Ohrmarken mit Ziffern 
sowie eine direkte Markierung des Tieres waren hingegen nicht zielführend. 

Durch Kombination mit einem Tracking-Verfahren kann eine in einem bestimmten Bild 
ausgelesene Ohrmarke zudem auch vorherigen sowie nachfolgenden Bildern zugeordnet 
werden, wodurch eine robuste Verfolgung der zugehörigen Tiere möglich wird. Das 
korrekte Dekodieren jeder Ohrmarke in jedem Bild ist somit nicht notwendig. Stattdessen 
wird nach jeder gelungenen Dekodierung die ID des zugehörigen Tieres erneuert. 

6 Schlussfolgerung und Ausblick 

Wir haben gezeigt, dass es grundsätzlich möglich ist, mithilfe von KI verschiedene Tiere 
in einem Stall zu erkennen und anschließend durch einen geeigneten Marker voneinander 
zu unterscheiden. Verschiedene Markierungstechniken zeigen hierbei unterschiedliche 
Erfolgsquoten, wobei Ohrmarken mit aufgedruckten Data-Matrix-Codes in unseren 
Versuchen die besten Resultate bei der Wiedererkennung einzelner Tiere lieferten. 

Diese Ergebnisse werden für die Bearbeitung weiterer Forschungsfragen genutzt, wie z. B. 
dem Aktivitätstracking sowie der Aggressor- und Opfererkennung. Des Weiteren kann 
aus den gespeicherten Identitäten ein Datensatz aufgebaut werden, der für die Entwicklung 
einer Re-Identifikations-KI genutzt werden kann, die zukünftig keinerlei Markierungen 
mehr benötigt. 
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